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ЉϷЯв 

 ϣЧуЦϹЮϜ ϤϜϕϡзϧЯЮ ϢϹтϜϿϧгЮϜ ϣϮϝϳЮϜ ϥϳϡЊϒкцϜ НЮϝϠ Ϝ̯Ͻвϒ ϣтϸмцϜ ХТϹϧЮ ϟЂϝзгЮϜ ϥЦнЮϜ сТм ϣЮϝЛУЮϜ ϢϼϜϸщЮ ϣуг

ϣϲмϽАцϜ иϻк СЇЫϧЃϦ .ϣϛуϡЮϜ пЯК ϝкϽуϪϓϦ бууЧϦм ϤϝжϝЏуУЮϜ ϽАϝϷгϠ ϕϡзϧЮϜм ϣуϚϝгЮϜ ϸϼϜнгЯЮ  ϬϺϝгж ХуϡГϦ

ϣвϹЧϧгЮϜ сКϝзГЊъϜ ̭ϝЪϻЮϜ (AI) ЮϜ ϕϡзϧЮϜ ФϽА ϣуЦнϪнвм ϣЦϸ еуЃϳϧЮ ϣтϸмцϜ ХТϹϧϠ ϕϡзϧЮϜ сТϳϣуЮϝ. 

ϽлЇЮϜм ϣувнуЮϜ ϼϝлжцϜ ϤϝЧТϹϧϠ ϕϡзϧЯЮ ϽЫϧϡв ϭлж ϰϜϽϧЦϜ бϦ ̪ϣЂϜϼϹЮϜ ев пЮмцϜ ϣЯϲϽгЮϜ сТ ϣЮϐ пЯК ̯̭ϝзϠ ̪ϣт

онЋЧЮϜ бЯЛϧЮϜ (ELM) ϣуϚϜϼмϝгЮϜ ЅуТϝУϷЮϜ ϣувϾϼϜн϶м. (Bat-ELM) ϼϝЧв бϧϦ̭Ϝϸϒ ϣж Bat-ELM ̭ϜϸϓϠ 

ELMбКϹЮϜ ЭЦϝж ϼϜϹϳжϜм ̪ (SVR)ϣуЂнПЮϜ ϣуЯгЛЮϜ ϼϜϹϳжϜм ̪ (GPR) ̪ ϣуЪϜϼϸшϜ ϣуϡЋЛЮϜ ϣЫϡЇЮϜмв ϢϸϹЛϧ

ϤϝЧϡГЮϜ (MLPNN)ϣуϡЋЛЮϜ ϣЫϡЇЯЮ аϝЛЮϜ ϼϜϹϳжъϜм ̪ (GRNN). ϹϷϧЂϝϠ ϣϲϽϧЧгЮϜ ϬϺϝгзЮϜ ХуϡГϦ бϦ аϜ

дϒ ϭϚϝϧзЮϜ ϱЎнϦ .ϽϚϜϿϯЮϝϠ СЯЇЮϜ Ќнϲ сТ ϣтϽϧвмϼϹук ϤϝГϳв ϨыϪ ев ϤϝжϝуϠ Bat-ELM  пЯК ФнУϧт

ϝϠ ϕϡзϧЮϜ сТ ϣЊϝ϶ ̪ϣЯЧϧЃгЮϜ ϬϺϝгзЮϜϣтϽлЇЮϜм ϣувнуЮϜ ϢнГϷЮϜ сТ ϣТϽГϧгЮϜм ϣуЮϝЛЮϜ ϤϝЧТϹϧЮϬϺнгж ϽлДϒ ϝгЪ ̪ 

Bat-ELM днЂϽуϠ АϝϡϦϼϜ ЭвϝЛв буЦ пЯКϒ (R) СуЯЫϦϝЂ Єϝж Ϣ̭ϝУЪм (NSE) ̪пжϸϒм ЮϜ БЂнϧв ϼϻϯЮ буЧ

ϓГϷЮϜ ЙϠϽв (RMSE) ХЯГгЮϜ ϓГϷЮϜ БЂнϧвм (MAE). 

ж аϜϹϷϧЂϝϠ свнуЮϜ ХТϹϧЮϜ ϤϜϕϡзϦ еуЃϳϦ ϣужϝЫвϖ РϝЇЫϧЂϜ бϦ ̪ϣЂϜϼϹЮϜ ев ϣужϝϫЮϜ ϣЯϲϽгЮϜ сТ сЮфϜ бЯЛϧЮϜ ϬϺϝг

 ЭϫвMLPNN мGPR мGRNN ) оϹгЮϜ ϢϽуЋЦ ϣЯтнГЮϜ ϢϽЪϜϻЮϜмLSTM ЭЯϳϦ ϣувϾϼϜн϶ аϜϹϷϧЂϜ бϧт .(

) ϣЯЋУзгЮϜ ϤϝϯтнгЮϜ ЭтнϳϦ ϢϼϝІϖMODWT) свнуЮϜ ХТϹϧЮϜ ЭуЯϳϧЮ (QЃЮϜм (цϜ ЬнГлЮ ϣузвϿЮϜ ϣЯЃЯ ϼϝГв

)PфϜ бЯЛϧЮϜ ϬϺϝгзЮ Ϥы϶Ϲв ϤϜϽуПϧгЪ ϣϯϦϝзЮϜ ϤыЃЯЃϧЮϜ иϻк ЭгЛϦ .ϣуКϽТ ϤыЃЯЃϦ ϢϹК пЮϖ ( .ϣЛϠϼцϜ сЮ

уϧжнϠ ϹЂм ϽкϝА ϸъмϒ ϽϛϠ ̪ЀϝуЦ сϧГϳв сТ ϝлЂϝуЦ бϦ ϤϝжϝуϠ пЯК еуϯлЮϜ ϬϺнгзЮϜ ϽтнГϦ ϹгϧЛт еуϧКϾнгЮϜ ̪ϝϡ

 ЬϝгІ сТ СЯЇЮϜ иϝув ЙгϯϧЃв сТ пЯК ϣузϡгЮϜ ϣзуϯлЮϜ ϬϺϝгзЮϜ дϒ ϭϚϝϧзЮϜ ϥУЇЪ .ϽϚϜϿϯЮϜMODWT-GPR 

) днЂϽуϠ АϝϡϦϼϜ ЭвϝЛв ЬнЊм Йв ϣуЮϝК ϣтϕϡзϦ ϣЦϸ ХЧϳϦR ϣгуЦ пЮϖ (0.99. 

ϣуϲϝϧУв ϤϝгЯЫЮϜ 

ϤϝϯтнгЮϜ ЭтнϳϦ ̪ϣзуϯлЮϜ ϬϺϝгзЮϜ ̪ϕϡзϧЮϜ ̪ϽлзЮϜ ХТϹϦ ̪Bat-ELM ̪MODWT. 
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RĊsumĊ 

          Le besoin croissant de pr®visions pr®cises et opportunes du d®bit des cours dõeaux est devenu 

crucial pour une gestion efficace des ressources en eau, la pr®vision les risques dõinondations et 

lõ®valuation de leur impact sur l'environnement. Cette th¯se explore l'application de mod¯les avanc®s 

d'intelligence artificielle (IA) dans la pr®diction du d®bit des cours dõeaux afin d'am®liorer la pr®cision 

et la fiabilit® des m®thodes de pr®diction existantes. Dans la premi¯re phase de l'®tude, une approche 

novatrice est propos®e pour pr®dire les d®bits quotidiens et mensuels des cours dõeaux, bas®e sur la 

Machine d'Apprentissage Extr°me (ELM) et l'algorithme m®taheuristique de la chauve-souris (Bat-

ELM). Les performances du Bat-ELM sont compar®es ¨ celles de l'ELM, de la R®gression ¨ Vecteur 

de Support (SVR), de la R®gression par Processus Gaussien (GPR), du R®seau Neuronal ¨ Perceptron 

Multicouche (MLPN), et du R®seau Neuronal de R®gression G®n®ralis®e (GRNN). Les mod¯les 

propos®s sont appliqu®s ¨ l'aide de donn®es provenant de trois stations hydrom®triques (Arib Abda, 

El Ababsa et Oued Lili) dans le bassin du Cheliff, en Alg®rie. Les r®sultats d®montrent que le mod¯le 

hybride Bat-ELM surpasse les mod¯les standards, en particulier dans la pr®vision des d®bits ®lev®s et 

extr°mes au pas de temps journalier et mensuel. Le Bat-ELM a montr® les valeurs les plus ®lev®es du 

coefficient de corr®lation de Pearson (R) et de l'efficacit® de Nash-Sutcliffe (NSE), et les valeurs les 

plus faibles de l'erreur quadratique moyenne (RMSE) et de l'erreur absolue moyenne (MAE). Dans la 

deuxi¯me phase de l'®tude, la possibilit® d'am®liorer la pr®diction de d®bit journalier a ®t® explor®e en 

utilisant des mod¯les d'apprentissage automatique tels que MLPNN, GPR, GRN et la M®moire ¨ Long 

Terme (LSTM). Un algorithme de d®composition du signal par Transformation d'Ondelettes Discr¯tes 

¨ Chevauchement Maximum (MODWT) est utilis® pour d®composer les s®ries temporelles de d®bits 

quotidiens (Q) et de pr®cipitations (P) en plusieurs sous-s®quences. Ces s®quences obtenues servent 

de variables d'entr®e pour les quatre mod¯les d'apprentissage automatique. Le d®veloppement du 

mod¯le hybride s'appuie sur des donn®es mesur®es ¨ deux stations hydrom®triques, Bir Ouled Taher 

et Ponteba Barrage, r®partie dans le bassin de Cheliff. Les r®sultats r®v¯lent que les mod¯les hybrides 

bas®s sur MODWT-GPR atteignant une pr®cision pr®dictive ®lev®e avec le coefficient de corr®lation 

de Pearson (R) atteignant une valeur de 0,99. 

Mots cl®s  

D®bit des cours d'eau, pr®diction, mod¯les hybrides, transform®e en ondelettes, BAT-ELM, 

MODWT 
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Abstract 

           The growing need for accurate and timely forecasts of river flow has become crucial for 

effective water resource management, flood risks prediction, and the assessment of their impact on 

the environment. This thesis explores the application of advanced artificial intelligence (AI) models in 

river flow prediction to enhance the accuracy and reliability of existing prediction methods. In the first 

phase of the study, an innovative approach is proposed to predict daily and monthly river flows, based 

on Extreme Learning Machine (ELM) and the bat algorithm metaheuristic (Bat-ELM). The 

performance of Bat-ELM is compared with that of ELM, Support Vector Regression (SVR), Gaussian 

Process Regression (GPR), Multilayer Perceptron Neural Network (MLPNN), and Generalized 

Regression Neural Network (GRNN). The proposed models are applied using data from three 

hydrometric stations (Arib Abda, El Ababsa, and Oued Lili) in the Cheliff basin, Algeria. The results 

demonstrate that the hybrid Bat-ELM model outperforms standard models, particularly in predicting 

high and extreme flows on daily and monthly scales, The Bat-ELM showed the highest values of the 

Pearson correlation coefficient (R) and Nash-Sutcliffe Efficiency (NSE), and the lowest values of Root 

Mean Square Error (RMSE) and Mean Absolute Error (MAE). In the second phase of the study, the 

possibility of improving daily flow predictions was explored using machine learning models such as 

MLPNN, GPR, GRNN, and Long Short-Term Memory (LSTM). A signal decomposition algorithm 

using Maximum Overlap Discrete Wavelet Transform (MODWT) is used to decompose daily flow 

(Q) and precipitation (P) time series into multiple sub-sequences. These obtained sequences serve as 

input variables for the four machine learning models. Model development is based on data measured 

at two-gauge stations, Bir Ouled Taher and Ponteba Barrage, distributed in the Cheliff watershed in 

northern Algeria. The results reveal that the hybrid models based on MODWT-GPR achieve high 

predictive accuracy with the Pearson correlation coefficient (R) reaching a value of 0.99. 

Keywords 

River flow, prediction, hybrid models, wavelet transform, BAT-ELM, MODWT. 
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Introduction G®n®rale 

        L'eau, en tant que ressource fondamentale, sous-tend la cr®ation de toutes nos productions. 

Sans substitut possible, sa quantit®, bien que renouvelable, est limit®e. Bien que la Terre soit 

recouverte ¨ hauteur de trois quarts d'eau, la part d'eau douce demeure relativement insignifiante 

(Westall and Brack 2018). Sur un total mondial d'environ 1.4 million de km3, 97.5 % est de l'eau 

sal®e dans les oc®ans et les mers, tandis que seulement 2.5 % est de l'eau douce dans les rivi¯res et 

les lacs (Magand 2014). De plus, une partie des ressources en eau douce se trouve aux p¹les et sous 

terre, ce qui limite consid®rablement la quantit® d'eau utilisable. Avec la croissance d®mographique, 

le d®veloppement ®conomique et le changement climatique, la pression sur les ressources en eau 

douce et la comp®tition pour l'acc¯s ¨ ces ressources ne cessent d'augmenter (Shen et al. 2008). 

Cette situation laisse pr®sager une crise mondiale de l'eau dans un avenir proche, positionnant ainsi 

la gestion des ressources en eau comme une priorit® majeure sur l'agenda politique du 21¯me si¯cle 

pour les gouvernements et les institutions (Zerouali 2019). 

En Alg®rie, la demande croissante en eau et le d®veloppement durable des ressources en eau 

constituent un d®fi de taille, comme l'indique un rapport de 2004 de la Commission nationale de 

l'eau (Messahel and Benhafid 2007). La Commission de l'Am®nagement du Territoire et de 

l'Environnement du Conseil National £conomique et Social estime qu'entre 15 et 20 milliards de 

m¯tres cubes d'eau par an seront n®cessaires pour atteindre une s®curit® alimentaire satisfaisante, 

dont 70% seront allou®s ¨ l'agriculture. Cette estimation, compar®e ¨ la capacit® totale actuelle des 

75 barrages alg®riens, estim®e ¨ 6.50 milliards de m¯tres cubes, pose un d®fi consid®rable 

(Masmoudi 2009). 

Ainsi, une planification pr®cise s'av¯re essentielle pour prot®ger, d®velopper et utiliser les 

ressources en eau. L'®tape cruciale de cette planification consiste ¨ ®valuer le potentiel actuel et 

futur de la ressource en eau (Zhang et al.  2024). De plus, une pr®vision pr®cise et fiable du d®bit 

des cours d'eau, tant journaliers que mensuels, est n®cessaire pour d®terminer le potentiel de la 

source en eau en vue dôune gestion rationnelle, de la distribution des r®servoirs, et de l'exploitation 

des centrales hydro®lectriques, etc. Actuellement, un large ®ventail de m®thodes de pr®vision a ®t® 

d®velopp®, offrant des niveaux de pr®cision variables (Dong et al. 2024 ; Gomaa et al. 2023). Ces 

m®thodes vont des approches simples bas®es sur des ®quations lin®aires ¨ des mod¯les plus 
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complexes exploitant des techniques avanc®es telles que l'intelligence artificielle (Dai et al. 2024 ; 

Iamampai et al. 2024 ; Elbeltagi et al. 2022 ; Adamowski et al. 2012). 

L'estimation pr®cise du d®bit d'un bassin versant est difficile en raison de la distribution chaotique, 

de la p®riodicit® et des relations complexes et non lin®aires entre les ®l®ments du bassin versant 

(Zerouali et al. 2022). Les pr®cipitations (dur®e et intensit®), l'interception et le ruissellement, les 

caract®ristiques du sol (humidit® ant®rieure, type, ®paisseur, texture et compacit®), les 

caract®ristiques du bassin versant (topographie et forme), l'utilisation des sols et la couverture 

v®g®tale, ainsi que l'®vapotranspiration, sont les principaux facteurs influen­ant le d®bit (Bhasme 

and Bhatia 2024). Trouver des algorithmes appropri®s et robustes capables de pr®dire avec 

pr®cision le d®bit des cours d'eau repr®sente un d®fi majeur pour l'hydrologie des bassins versants 

(Zuo et al. 2024). En plus du manque de donn®es sur le d®bit des cours d'eau dans les r®gions arides, 

les donn®es m®t®orologiques et autres donn®es pertinentes sur les bassins versants montagneux, 

ainsi que sur pratiquement tous les bassins versants des pays en d®veloppement (tels que l'Alg®rie), 

sont ®galement rares (Aoulmi et al. 2021). La plupart des bassins versants du nord de l'Alg®rie ont 

r®cemment ®t® confront®s ¨ de nombreuses inondations graves, ce qui souligne l'utilit® de la 

mod®lisation du d®bit pour aider les d®cideurs ¨ ®laborer des plans de gestion ¨ long terme des 

conditions de pr®cipitations extr°mes intermittentes (Abda et al. 2022). 

Actuellement, l'intelligence artificielle (IA) joue un r¹le de plus en plus important dans le domaine 

de la pr®diction hydrologique et de la gestion des ressources en eau (Han and Morrison 2022). 

L'int®gration de l'IA dans les mod¯les hydrologiques permet d'am®liorer la pr®cision des pr®visions 

en exploitant la capacit® des algorithmes d'apprentissage automatique ¨ analyser de vastes 

ensembles de donn®es complexes et ¨ d®tecter des sch®mas non lin®aires difficiles ¨ mod®liser avec 

des approches traditionnelles (V§zquez and Feyen 2010). 

Par exemple, les r®seaux de neurones artificiels sont utilis®s pour mod®liser les relations entre les 

pr®cipitations, l'®vapotranspiration, l'occupation des sols et le d®bit des cours d'eau. Ces mod¯les 

peuvent prendre en compte une multitude de facteurs et apprendre ¨ partir des donn®es historiques 

pour fournir des pr®visions pr®cises du d®bit des cours d'eau, tant ¨ court terme qu'¨ long terme 

(Ghumman et al. 2011 ; Tan et al. 2018 ; Abda et al. 2022). De m°me, les algorithmes 

d'apprentissage automatique tels que les machines ¨ vecteurs de support (SVM) et les arbres de 

d®cision sont utilis®s pour analyser les donn®es hydrologiques et identifier les tendances, les cycles 
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et les anomalies. Ces techniques peuvent aider ¨ pr®dire les variations saisonni¯res et ¨ anticiper 

les p®riodes de s®cheresse ou d'inondation, permettant ainsi une gestion plus efficace des ressources 

en eau (Liang et al. 2018). L'int®gration de l'IA dans les mod¯les hydrologiques offre ®galement la 

possibilit® de prendre en compte les changements climatiques et environnementaux. Les mod¯les 

peuvent °tre form®s avec des donn®es climatiques historiques et des sc®narios de changement 

climatique projet®s pour ®valuer l'impact sur les ressources en eau et d®velopper des strat®gies 

d'adaptation appropri®es. 

 Le IA offre de nouvelles opportunit®s pour am®liorer la pr®cision des pr®visions hydrologiques, 

optimiser la gestion des ressources en eau et r®pondre aux d®fis pos®s par les changements 

climatiques. Son int®gration dans les mod¯les hydrologiques ouvre la voie ¨ une gestion plus 

durable et efficace des ressources en eau pour les g®n®rations actuelles et futures. 

La pr®sente th¯se aborde divers sujets de recherche li®e au d®veloppement de mod¯les ¨ base 

d'intelligence artificielle pour la pr®vision des d®bits journaliers et mensuels. Les objectifs et t©ches 

de recherche abord®s dans cette th¯se sont les suivants : 

1. Examiner la possibilit® d'utiliser des mod¯les d'intelligence artificielle pour am®liorer les 

performances des pr®visions en utilisant le d®bit et les pr®cipitations comme donn®es 

d'entr®e dans diff®rents sc®narios. 

2. Comparer les performances des mod¯les standards sans hybridation, tels que les 

perceptrons multicouches (MLPNN), les r®seaux de neurones ¨ fonction de r®gression 

g®n®rale (GRNN), la r®gression par processus gaussien (GPR), les machines 

d'apprentissage extr°me (ELM) et les machines ¨ vecteurs de support (SVR), avec le 

mod¯le hybride ¨ base des machines d'apprentissage extr°me optimis® par l'algorithme Bat 

(ELM_Bat) dans le processus des pr®visions des d®bits journaliers et mensuels. 

3. Tentatives dôam®lioration des performances des diff®rents mod¯les ¨ base dôintelligence 

artificielles par lôutilisation des techniques de d®composition par ondelettes (MODWT). 

4. £valuer l'impact de la transformation des ondelettes d'entr®e sur la performance de 

diff®rents types de mod¯les d'intelligence artificielle, y compris les r®seaux ¨ m®moire ¨ 

long court terme (LSTM), les mod¯les GRNN, l les GPR et les MLPNN dans le processus 

des pr®visions des d®bits journaliers. 
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5. Identifier la fonction ondelette m¯re la plus appropri®e pour transformer les variables 

d'entr®e afin de les utiliser pour la pr®vision des d®bits journaliers. 

6. Comprendre l'effet du choix des variables d'entr®e sur la qualit® des pr®visions. 

7. Et enfin, formuler des recommandations sp®cifiques pour la pr®vision des d®bits et 

pr®senter les mod¯les les plus fonctionnels pour ces pr®visions. 

Cette th¯se est compos®e de sept chapitres. L'organisation g®n®rale et le contenu de chaque chapitre 

peuvent °tre d®crits comme suit : 

1. Le premier chapitre consiste en une synth¯se bibliographique sur la pr®vision des crues, la 

mod®lisation pluie-d®bit et la classification des diff®rents mod¯les hydrologiques, ainsi que 

leurs crit¯res de performance. 

2. Le deuxi¯me chapitre introduit l'®tat de l'art des mod¯les d'intelligence artificielle, ainsi que 

les travaux de recherche relatifs ¨ leur utilisation dans la pr®vision des d®bits fluviaux. 

3. Le troisi¯me chapitre pr®sente une revue exhaustive et l'architecture des mod¯les 

d'apprentissage automatique, tels que les MLPNN, les GRNN, les GPR, les LSTM, les 

ELM, les SVR, le mod¯le hybride ELM_BAT, ainsi que la transformation en ondelettes 

MODWT. 

4. Le quatri¯me chapitre d®crit les caract®ristiques morphologiques et hydrographiques du 

bassin versant s®lectionner. 

5. Le cinqui¯me chapitre pr®sente l'analyse, le traitement et les caract®ristiques statistiques de 

l'ensemble des donn®es utilis®es dans ce travail. En outre, il utilise les m®thodes 

d'autocorr®lation simple, partielle et crois®e pour s®lectionner les variables d'entr®e les plus 

pertinentes. 

6. Le sixi¯me chapitre est consacr® ¨ la pr®sentation des r®sultats de la pr®vision des d®bits 

journaliers et mensuels en utilisant des mod¯les standards tels que MLPNN, GRNN, SVR, 

GPR, ELM, ainsi que le mod¯le hybride ELM_BAT, avec des discussions et une conclusion 

¨ la fin du chapitre. 
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7. Le septi¯me et dernier chapitre expose les r®sultats obtenus par les mod¯les hybrides de 

transformation en ondelettes tels que MODWT-LSTM, MODWT-MLPNN, MODWT-

GRNN et MODWT-GPR, et leur capacit® ¨ pr®dire les d®bits journaliers par rapport aux 

mod¯les autonomes, avec des discussions et une conclusion ¨ la fin du chapitre. 

Enfin, une conclusion g®n®rale qui r®capitule les principales d®marches et les r®sultats obtenus 

dans cette ®tude. 
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Introduction  

La gestion des ressources en eau est le processus de planification, de développement, de 

distribution et de gestion de l'utilisation optimale des ressources en eau. Il s'agit d'un aspect 

important de la gestion du cycle de l'eau. Dans le domaine de l'hydrologie et de l'ingénierie des 

ressources en eau, des prévisions fiables et réalistes du débit des cours d'eau jouent un rôle crucial, 

car elles peuvent avoir une incidence directe sur le fonctionnement et la performance des barrages, 

la recharge/exploitation des eaux souterraines, la capacité de transport des sédiments des cours 

d'eau, la gestion des bassins versants, etc. Toutefois, il n'est pas facile de prédire avec précision le 

débit des cours d'eau en raison de la grande incertitude associée aux conditions climatiques et de 

la complexité de la collecte et du traitement des données spatiales et non spatiales. C'est pourquoi 

les hydrologues ont développé et adopté plusieurs types de techniques basées sur les données, allant 

de la modélisation stochastique traditionnelle des séries temporelles aux modèles hybrides 

modernes d'intelligence artificielle (IA) pour la prévision future du débit des cours d'eau. 

Ce chapitre traite de la modélisation hydrologique et de ses applications. Il est utile de rappeler 

brièvement le cycle hydrologique, qui est à la base de toute modélisation hydrologique.  

I.1 Cycle hydrologique  

Le cycle de l'eau est lié à toute l'eau sur terre, c'est-à-dire au changement constant de son état et de 

sa localisation sous l'influence de son apport énergétique provenant du soleil et de l'effet de la 

gravité.(Marcinek, 2011)  

Le cycle hydrologique se compose essentiellement de deux phases, la phase atmosphérique, qui 

décrit le mouvement de l'eau sous forme de gaz (vaporisations dôeau) et de liquide/solide 

(précipitations et neige) dans l'atmosphère.(Easton & Bock, 2015) La deuxième phase est la phase 

terrestre, qui décrit le mouvement de l'eau sur la Terre, à travers la Terre et à l'intérieur de celle-ci. 

La phase terrestre est souvent décomposée en une phase d'eau de surface (ruissellement, débit des 

cours d'eau) et une phase d'eau souterraine (infiltration, percolation, recharge des aquifères). La 

figure I.1 présente une interprétation graphique de l'interaction entre les différents 

composants.(Biancamaria, 2020)  (Andersson et al., 2005) (Gupta, 2016) 
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Figure I.1 Processus de base du cycle hydrologique (Biancamaria, 2020) 

I.2 Mod®lisation hydrologique  

I.2.1 D®finition du terme mod¯le 

Un modèle est une représentation simulée et simplifiée d'un système physique déterminé ainsi que 

des différents mécanismes qui permettent la compréhension de son comportement. La 

représentation du système peut être physique et fondée sur un modèle réduit du système. Elle est 

plus souvent mathématique. Le terme de modèle est fréquemment utilisé à la place de "système de 

modélisation".  (Benoît Hingray et al., 2009). 

I.2.2 Quôest-ce que la mod®lisation hydrologique ? 

La modélisation hydrologique c'est l'élaboration par des méthodes physiques ou mathématiques de 

modèles de simulation du cycle de l'eau et de son incidence sur un bassin hydrologique. Elle doit 

pouvoir décrire les différentes étapes de la transformation pluie-débit et en particulier les processus 

liés à la formation des crues. La modélisation hydrologique est effectuée à l'aide d'un outil appelé 

: modèle hydrologique (Gnouma, 2006). 
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Les modèles hydrologiques sont des outils importants pour améliorer la compréhension de la 

dynamique du cycle de l'eau dans le bassin versant, afin de mieux la gérer ou évaluer le 

comportement hydrologique. 

Les modèles hydrologiques sont des outils mathématiques et informatiques utilisés pour 

représenter et simuler le comportement du cycle de l'eau dans un bassin versant, une région 

géographique ou un système hydrologique spécifique. Ces modèles sont conçus pour comprendre 

et prédire le mouvement de l'eau à travers différentes phases du cycle hydrologique, notamment 

l'évaporation, la précipitation, l'infiltration, le ruissellement, la transpiration des plantes, la fonte 

des neiges et le stockage dans les lacs ou les nappes phréatiques. 

Ces modèles hydrologiques transforment des séries temporelles correspondant au climat du bassin 

versant (évapotranspiration, précipitations, etc.) en une série de débits (modèle pluie-débit) ou 

simulent l'ensemble du bilan hydrique (évapotranspiration, état hydrique du sol, ruissellement de 

surface, niveau de saturation, écoulement latéral des eaux souterraines, etc.) Cette transformation 

se fait généralement en deux phases, qui sont décrites de manière plus ou moins détaillée dans les 

différents modèles : 

1. la phase de " Production " : la pluie brute qui tombe sur le bassin versant est divisée en une 

quantité d'eau stockée par le bassin versant, une quantité qui s'évapore et une quantité qui 

participe au débit, 

2. la phase de " Transfert " : la quantité d'eau qui contribue au débit est transmise ou canalisée 

depuis son point de production vers l'exutoire du bassin (Labbas, 2015). 

Les modèles hydrologiques sont souvent composés de différents modules interconnectés, chacun 

étant responsable de la représentation et de la simulation d'un aspect spécifique du cycle de l'eau. 

Ces modules sont conçus pour travailler de manière intégrée afin de capturer l'ensemble des 

processus hydrologiques. Ils sont reliés les uns aux autres : les entrées de l'un sont les sorties d'un 

autre (figure I.2). Le premier module transforme les données météorologiques pour produire les 

données de forçage d'entrée aux résolutions spatio-temporelles exigées par le modèle. Un module 

neige permet de traiter les phénomènes liés à la présence de précipitations solides. Un troisième 

module simule la distribution du débit d'eau entre le sol, la végétation et l'atmosphère. Ce module 

est assimilé à la "fonction de production" (entrée pluie brute, sortie pluie nette). L'eau infiltrée dans 



 CHAPITRE I                                                                                                                 Synth¯se bibliographique 

11 

 

 

le sol peut être gérée dans un autre module ou par le module précédent. Un module de routage 

transfère les volumes ruisselés et infiltrés vers l'exutoire. Ce module peut également prendre en 

compte la propagation dans la rivière et est alors appelé "fonction de transfert" (B Hingray et al., 

2009). 

 

Figure I.2 Modules possibles dôun mod¯le hydrologique (Hingray et al., 2009). 

I.3 Objet et enjeux de la mod®lisation pluie-d®bit 

La modélisation pluie-débit peut réussir à répondre à de nombreuses problématiques centrées sur 

lôeau, telles que la gestion des ressources et des risques. (Michel, 1989) et (Refsgaard & Abbott, 

1990) énumèrent les principales problématiques, comme suit : 

¶ La simulation des débits, pour comblement des lacunes des ensembles de données, et 

reconstituer les débits historiques (les données pluviales sont souvent disponibles sur des 

périodes beaucoup plus longues que les débits) ou pour permettre un traitement statistique 

(Sefton & Howarth, 1998); 

¶ Prédétermination des débits de crue ou d'étiage : le but est de pouvoir connaître la fréquence 

des débits de crue (au-dessus d'un seuil de risque) ou d'étiage (en dessous d'un débit 

réservé), et leur durée. Ces informations peuvent permettre de concevoir le 
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dimensionnement des structures et des réservoirs ou des aménagements dans le lit (mineur 

¨ majeur) du cours dôeau (Perrin, 2002); 

¶ Influence des développements sur l'hydrologie : il est souhaitable que le bassin soit en 

mesure de prévoir les changements de réponse aux changements d'origine humaine dans 

les caractéristiques du bassin ou aux changements environnementaux. 

Ces difficultés soulèvent deux aspects importants, celui de la valorisation des risques et celui de la 

gestion des ressources. La validité des réponses qui peuvent leur être apportées est conditionnée 

par la pertinence du modèle dans sa représentation du bassin par rapport aux objectifs visés. Les 

auteurs qui ont étudié ces problèmes à l'aide de modèles pluie-débit sont nombreux. Citons les 

travaux de (Cameron et al., 1999) et (Uhlenbrook et al., 1999) sur la prédétermination des crues, 

ceux de (Xu & Vandewiele, 1995) et (Yang et al., 1995)  respectivement sur le dimensionnement 

et la gestion des réservoirs, ou encore ceux de (Da Ros & Borga, 1997) et (Yang & Michel, 2000)  

sur la prévision des débits. 

I.4 Pr®vision hydrologique  

La modélisation en tant qu'outil de prévision, fournit une anticipation des changements futurs du 

débit dans un cours d'eau. La prévision des crues consiste à estimer en temps réel le niveau futur 

du débit, le temps dôapparition et la dur®e dôune crue, en particulier la valeur de la pointe de crue 

pour un site spécifique, qui résulte des pluies et/ou des fontes de neige. Elle comporte trois aspects 

: les valeurs prévues, les objectifs de la prévision et les délais de prévision (Klemes, 1982). 

I.4.1 Pr®vision des d®bits  

La séparation entre la prévision et la prédiction est essentielle. La prévision concerne l'estimation 

des conditions futures à une date donnée, ou pendant un intervalle de temps spécifique, tandis que 

la prédiction représente l'estimation des conditions futures, sans référence à un moment spécifique 

(Lettenmaier & Wood, 1993). Les prédictions ne concernent pas toujours l'avenir, c'est-à-dire qu'il 

n'est limité par aucun temps, comme le passé ou le présent. Pour une gestion efficace des ressources 

en eau de surface et pour permettre une réponse adéquate et rapide dans des situations de crise, 

telles que les inondations, la prévision du débit des cours d'eau est nécessaire à l'échelle horaire, 

hebdomadaire, journalière et mensuelle. Ces prévisions peuvent être effectuées selon différentes 

approches. 



 CHAPITRE I                                                                                                                 Synth¯se bibliographique 

13 

 

 

I.4.2 Calibration d'un mod¯le de pr®vision 

Pour arriver à une prévision de débit à partir d'observations passées et de prévisions 

météorologiques, on suppose qu'il existe un modèle f reliant ces observations et prévisions au débit 

Q au temps † : 

ὗ Ὢὗȟὗ ȟȣȟὗ ȟὼ ȟ ὼ ȟȣȟὼȟ ὼ ȟȣȟὼ ȟ ‐ȿ—                                                 )Ȣρ 

‐ Correspond à un terme d'erreur tandis que — —ȟ—ȟȣȟ—  est un ensemble de m coefficients 

d'ajustement invariants dans le temps. Il est donc possible d'obtenir une prévision ὗ de ὗ en 

estimant les coefficients d'ajustement et le terme d'erreur : 

ὗ Ὢὗȟὗ ȟȣȟὗ ȟὼ ȟ ὼ ȟȣȟὼȟ ὼ ȟȣȟὼ ȟ‐Ƕ—                                                  )Ȣς 

Dans laquelle — —ȟ—ȟȣȟ—  et ‐Ƕ sont respectivement des estimateurs de — et ‐. L'erreur 

ὭȢὩȢ‐Ƕ π est supposée être nulle dans la plupart des cas, mais il arrive que son estimation soit 

intrinsèquement liée à la prévision du débit. Un modèle de prévision doit être ajusté en utilisant les 

observations passées. Le modèle doit extraire les informations relatives au comportement du 

système modélisé de cette période d'étalonnage en éliminant le bruit. Si le modèle de prévision est 

trop flexible, le bruit peut être modélisé comme s'il s'agissait d'un comportement prévisible : sur la 

période de calibration, le modèle pourrait alors donner un très bon ajustement, puisqu'il reproduirait 

même les variations aléatoires du débit. En revanche, les prévisions faites par un tel modèle seraient 

alors, en comparaison, particulièrement mauvaises. Par conséquent, il faut essayer de minimiser le 

nombre de paramètres d'un modèle de prévision, tout en lui permettant d'être suffisamment flexible 

pour modéliser adéquatement le système (Shi et al., 2008). 

Une approche importante pour vérifier si la modélisation extrait adéquatement les informations 

disponibles est d'observer l'auto-corrélation des différences entre les débits observés et modélisés. 

Une forte auto-corrélation indique que ce qui était considéré comme un bruit aléatoire contient des 

informations qui peuvent être incorporées dans le modèle (Bennis & Bruneau, 1993). 

I.4.3 Validation d'un mod¯le de pr®vision 

Dans le cadre de la construction d'un modèle de prévision, une phase importante consiste à évaluer 

la précision des prévisions. Une partie des données disponibles doit être conservée pour cette phase 

de validation. Ces données ne seront pas utilisées dans la phase de calibration. Pendant la 
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validation, différentes statistiques des prévisions peuvent être calculées, telles que leur variance et 

leur biais. La période de validation doit être suffisamment longue pour que ces statistiques soient 

suffisamment précises pour être utiles. Il faut donc déterminer les distributions d'échantillonnage 

des statistiques utilisées comme critères de qualité d'un modèle de prévision (Mroczkowski et al., 

1997) . 

La robustesse fait référence à la capacité d'un modèle à fonctionner correctement dans différentes 

conditions et hypothèses en optimisant le nombre de paramètres du modèle en suivant l'évolution 

de ces paramètres de qualité, toujours calculés pendant la période de validation, en fonction de la 

complexité du modèle. Il est alors possible de déterminer à quel moment l'augmentation du nombre 

de paramètres conduit à une détérioration des critères de validation au lieu d'une amélioration des 

prévisions (Block et al., 2009). 

I.5 Classification des mod¯les hydrologiques  

La littérature fournit de nombreux modèles hydrologiques de bassins versants, en fonction de leurs 

spécificités et de leur domaine d'application. Une fois le modèle choisi, il faut évaluer sa capacité 

à représenter la réalité. Cela se fait généralement en comparant les résultats du modèle avec les 

observations. Il s'agit d'une étape très délicate (Berthier, 2005). 

Par ailleurs, il existe presque autant de classifications que d'auteurs ayant traité le sujet, il serait 

donc difficile de classer ici les types de modèles hydrologiques. Rappelons à titre d'exemple les 

références suivantes :(Singh, 1995), (Singh & Woolhiser, 2002), (Clarke, 1973), (Beven, 1989), 

(Wurbs, 1998), (Ambroise, 1998), (Andréassian, 2002), (Oudin, 2004), etc.  

I.5.1 Mod¯les stochastiques 

Une modélisation stochastique est un mod¯le probabiliste permettant d'®tudier un ph®nom¯ne 

al®atoire au cours du temps. Les mod¯les stochastiques utilisent des variables al®atoires pour repr®senter 

l'incertitude du processus et g®n¯rent des r®sultats diff®rents ¨ partir d'un ensemble de donn®es d'entr®e et 

de valeurs de param¯tres lorsqu'ils fonctionnent dans des conditions similaires (Pechlivanidis et al., 2011). 

I.5.2 Mod¯les d®terministes  

La modélisation est dite déterministe si aucune de ses variables n'est considérée comme aléatoire. 

Typiquement, ces modèles combinent chaque ensemble de variables de forçage (variables d'entrée 
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indépendantes du modèle, qui peuvent essentiellement être des mesures de précipitations), de 

variables d'état (variables utilisées pour caractériser l'état du système modélisé, telles que le niveau 

de remplissage des différents "réservoirs" d'eau dans le bassin versant, le taux de saturation du sol, 

la profondeur du sol, etc.) et de paramètres, ainsi qu'une valeur de réalisation unique pour les 

variables de sortie (essentiellement les débits simulés à l'exutoire du bassin versant) (MAFTEI, 

2002). 

I.5.3 Mod¯les ¨ base physique 

La fonction de ces modèles consiste à créer une relation purement mathématique basée sur les 

observations des précipitations et de leur débit dans un bassin hydrographique. Le bassin est traité 

comme une "boîte noire", sans faire d'hypothèses sur les processus internes qui contrôlent la 

transformation des précipitations en ruissellement. Les modèles de régression, les méthodes basées 

sur des fonctions de transfert telles que l'hydrogramme unitaire, les réseaux neuronaux, la 

programmation génétique, la logique floue, etc. entrent dans cette catégorie. Bien qu'assez simples 

¨ mettre en îuvre, ces mod¯les peuvent °tre utilis®s pour la pr®vision des inondations. Cependant, 

ces modèles ne prédisent que le débit à l'exutoire du bassin versant. Ils nécessitent un grand nombre 

de données pour être calibrés et leurs paramètres sont difficiles à relier aux caractéristiques 

physiques du bassin. Par conséquent, leur pouvoir explicatif est très limité et ils ne nous aident pas 

à comprendre le comportement d'un bassin versant (McIntyre et al., 2007). 

I.5.4 Mod¯les empiriques  

Les modèles empiriques découlent des rapports observés entre les entrées et les sorties du système 

hydraulique considéré. A l'aide d'un ensemble d'équations développées et ajustées sur la base des 

données obtenues sur le système, ils expriment la relation entre les variables d'entrée et de sortie 

du système (relation pluie-débit). Cependant, un modèle empirique ne cherche pas à décrire les 

causes d'un phénomène hydrologique donné, ni à expliquer le fonctionnement du système, ce 

dernier est considéré comme une boîte noire (Perrin, 2002). 

I.5.5 Mod¯les analytiques  

Ce type de modèle implique des modèles dans lesquels les relations entre les variables de sortie et 

d'entrée ont été établies en analysant des séries de données mesurées. La pratique courante 
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ᾳexemples incluent les modèles linéaires : les paramètres de ces modèles sont liés aux coefficients 

de corr®lation entre les variables. Cependant, l'ᾳanalyse des donn®es peut conduire au choix de 

relations non linéaires entre les variables (Nascimento, 1995). 

I.5.6 Mod¯les conceptuels 

Généralement, les modèles conceptuels (boîte grise) fonctionnent sans aucun type de lois 

hydrologiques. C'est probablement la raison pour laquelle ils sont appelés conceptuels. Idéalement, 

le modèle conceptuel cherche à intégrer la complexité des processus en essayant de reproduire le 

concept physique du comportement du système d'une manière plus simple. Ambroise (1998) a 

considéré le modèle de bassin versant comme un assemblage de réservoirs d'humidité 

interconnectés (également connu sous le nom de modèle de réservoir), destiné à représenter 

plusieurs niveaux de stockage le long d'une dimension verticale. Bien que ce type de modèle ait un 

sens physique, il ne fournit pas une description exacte de tous les processus impliqués. Pour les 

applications techniques (dimensionnement des ouvrages, prévision des crues et des étiages, gestion 

des réservoirs) sur les bassins jaugés et non jaugés, le GR4J est un exemple de modèle conceptuel 

(Mouelhi, 2003). 

I.5.7 Mod¯les bas®s sur lôintelligence artificielle 

Les modèles hydrologiques basés sur des systèmes d'intelligence artificielle (IA) utilisent des 

algorithmes d'apprentissage automatique pour apprendre à partir de données historiques et 

identifier des modèles et des relations qui peuvent être utilisés pour prédire des événements 

hydrologiques futurs. Ils sont ainsi plus flexibles et adaptables aux conditions changeantes, et 

peuvent être utilisés avec des ensembles de données plus restreints. L'une des applications de la 

modélisation hydrologique basée sur l'IA les plus robuste du point de vue de l'avenir est la prévision 

des phénomènes météorologiques extrêmes, tels que les inondations et les sécheresses.  Dans les 

modèles d'intelligence artificielle (IA) de prévision des débits, l'apprentissage se fait à partir de 

données historiques et l'identification de modèles (Dawson & Wilby, 2001). Ces données peuvent 

inclure des informations sur les précipitations, la température, la fonte des neiges et d'autres 

facteurs susceptibles d'influer sur le débit de cours d'eau. Le modèle d'IA utilise ensuite ces 

informations pour faire des prévisions sur le débit futur de cours d'eau. Il existe un certain nombre 
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de modèles d'IA différents qui peuvent être utilisés pour la prédiction du débit, chacun ayant ses 

propres forces et faiblesses (Vidal, 2005). Les modèles les plus courants sont les suivants 

¶ Les réseaux neuronaux artificiels (RNA)  : Les RNA sont un type de modèle 

d'apprentissage automatique capable d'apprendre à partir de données et d'identifier des 

modèles. Ils sont souvent utilisés pour la prédiction des débits car ils peuvent être entraînés 

sur de vastes ensembles de données historiques (Coulibaly et al., 1999).  

¶ Machines à vecteurs de support (SVM) : Les SVM sont un autre type de modèle 

d'apprentissage automatique qui peut être utilisé pour la prédiction des débits. Ils sont 

souvent utilisés pour des tâches nécessitant une grande précision, comme la prévision des 

inondations (Shabri & Suhartono, 2012).  

¶ Forêts aléatoires : Les forêts aléatoires sont un type de modèle d'apprentissage 

ensembliste qui combine les prédictions de plusieurs arbres de décision. Elles sont 

souvent utilisées pour des tâches qui nécessitent un équilibre entre précision et 

interprétabilité, comme la gestion des ressources en eau (Yu et al., 2017). 

La précision des modèles d'IA pour la prédiction du débit peut varier en fonction du modèle 

spécifique et de la qualité des données d'entraînement (Hu et al., 2018). Toutefois, les modèles d'IA 

se sont révélés plus précis que les méthodes traditionnelles de prédiction des débits, telles que les 

modèles statistiques. Les modèles d'IA pour la prédiction des débits sont une nouvelle technologie 

prometteuse qui pourrait révolutionner la façon dont nous gérons les ressources en eau (Kim et al., 

2021). Au fur et à mesure que la technologie de l'IA se développe, ces modèles deviendront encore 

plus puissants et polyvalents, ce qui en fera un outil essentiel pour la gestion des ressources en eau 

au 21e siècle. 

I.6 Crit¯res de performance du Mod¯le 

Dans le but de vérifier le fonctionnement du modèle et de préciser la pertinence et la performance 

du modèle utilisé, certaines méthodes peuvent être utilisées et permettent d'évaluer les qualités du 

modèle. Les critères de performance représentent un instrument utile pour estimer les résultats 

obtenus et analyser l'efficacité et l'efficience des modèles utilisés. La précision des modèles 

hydrologiques requiert au moins deux mesures : l'une dépend de la corrélation et l'autre de l'erreur 

absolue (Legates & McCabe Jr, 1999). Tous les modèles ont été évalués sur la base de quatre 

critères de performance.  
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Ces critères sont les suivants : 

I.6.1 Crit¯re de NashïSutcliffe (NSE) 

Le coefficient d'efficacité du modèle de Nash-Sutcliffe (NSE) est utilisé pour évaluer la capacité 

de prédiction des modèles hydrologiques (Gerard & BERTHET, 2010). Il est défini comme suit : 

ὔὛὉρ
В ὗ ὗ

В ὗ ὗ
                                                                                                                )Ȣσ 

I.6.2 Coefficient de corr®lation (R) 

Le coefficient de corrélation de Pearson (R) représente le plus souvent l'outil le plus utilisé pour 

évaluer la performance des modèles hydrologiques (Wang et al., 2009). Ce coefficient est 

déterminé par le calcul de la régression linéaire entre les valeurs calculées (débit) et les valeurs 

observées ou mesurées (débit). Son expression est donnée par l'équation (I.4) : Le coefficient de 

corrélation est toujours défini entre -1 et 1. 
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I.6.3 La racine de lôerreur quadratique moyenne (RMSE) 

L'erreur quadratique moyenne ou l'écart quadratique moyen est l'une des mesures les plus 

couramment utilisées pour évaluer la qualité des prédictions. Elle indique la distance entre les 

prédictions et les valeurs réelles mesurées à l'aide de la distance euclidienne (Chai & Draxler, 

2014). 

Pour calculer la RMSE, il faut calculer le résidu pour chaque point de données, calculer la moyenne 

des résidus et prendre la racine carrée de cette moyenne. La RMSE est couramment utilisée dans 

les applications d'apprentissage supervisé, car elle utilise et nécessite des mesures réelles à chaque 

point de données prédit (Atiquzzaman & Kandasamy, 2016). 

L'erreur quadratique moyenne peut-être exprimée comme suit : 

ὙὓὛὉ
ρ

ὔ
ὗ ὗ                                                                                                                )Ȣυ 
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Dans le domaine de l'apprentissage automatique, il est extrêmement utile de disposer d'un chiffre 

unique pour évaluer les performances d'un modèle, que ce soit au cours de la formation, de la 

validation croisée ou du suivi après le déploiement. L'erreur quadratique moyenne est l'une des 

mesures les plus utilisées à cet effet. Il s'agit d'une règle de notation appropriée, intuitive et 

compatible avec certaines des hypothèses statistiques les plus courantes. 

I.6.4 Lôerreur moyenne absolue (MAE) 

L'erreur absolue moyenne MAE correspond à la valeur moyenne de la différence absolue entre les 

valeurs calculées et les valeurs mesurées (Willmott & Matsuura, 2005). Une MAE peu élevée 

indique une bonne performance du modèle. Les valeurs observées et simulées sont en parfaite 

adéquation, ce qui produit une MAE=0. La MAE est calculée par l'équation (I.6) : 

ὓὃὉ
ρ

ὔ
ȿὗ ὗ ȿ                                                                                                                        )Ȣφ 

 

Où N le nombre de données, ὗ  la moyenne du débit mesuré, ὗ  la moyenne du débit mensuel 

prévu, ὗ  le débit mensuel prévu et ὗ  le débit mensuel mesuré. 

Conclusion  

Ce premier chapitre présente le contexte dans lequel s'inscrit notre recherche. La modélisation 

hydrologique pluie-débit.  De nombreuses méthodes existent pour prédire les débits d'eau, celle qui 

est la plus répandue étant l'utilisation de modèles hydrologiques. Ces modèles constituent des outils 

informatiques qui utilisent des équations mathématiques pour simuler le débit de l'eau dans un 

bassin versant. Ils peuvent être utilisés pour prédire les débits des cours d'eau à court terme 

(quelques jours ou semaines) ou à long terme (plusieurs mois ou années). Le problème de la 

prévision hydrologique est très sensible et complexe, car les séries chronologiques de débit ne sont 

pas stationnaire et la relation entre les variables nôest pas lin®aire. 
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Introduction  

L'utilisation de l'intelligence artificielle (IA) s'est considérablement répandue depuis le milieu du 

XXe siècle, témoignant de son application diversifiée dans les domaines de l'ingénierie et des 

sciences. Les deux dernières décennies ont notamment été marquées par une expansion 

remarquable du développement et de l'application de diverses approches d'IA pour la prédiction 

des débits des cours d'eau. Globalement, l'IA a réalisé des avancées significatives dans la 

modélisation hydrologique non linéaire et la prise en compte de la complexité du bruit dans les 

ensembles de données. 

Plusieurs types de modèles d'intelligence artificielle, qu'ils soient uniques ou hybrides, se basant 

sur des algorithmes d'optimisation ou métaheuristiques, ainsi que sur la transformation en 

ondelettes, sont utilisés pour la modélisation hydrologique et la prévision des débits des cours 

dôeau. Ce chapitre explore l'état de l'art dans l'application de l'IA à la prévision des débits des cours 

dôeau, en mettant l'accent sur l'utilisation de mod¯les d'IA simples et hybrides pour pr®dire les 

débits des cours d'eau à différentes échelles temporelles (journalière, mensuelle, etc.). 

II.1 Mod¯les ¨ base d'intelligence artificielle pour la pr®vision du d®bit des 

cours d'eau 

Les réseaux neuronaux artificiels (RNA) sont largement utilisés dans le domaine de l'hydrologie 

pour la prévision du débit des cours d'eau. Les RNA constituent un type d'algorithme 

d'apprentissage automatique qui imite le fonctionnement des neurones biologiques, permettant 

ainsi de résoudre le phénomène de non-linéarité associé aux données de séries temporelles. Un 

modèle RNA peut apprendre à approximer des relations complexes entre des données d'entrée et 

de sortie. Dans le cas de la prévision du débit, les données d'entrée pourraient inclure des mesures 

historiques du débit, des données météorologiques et d'autres données environnementales, tandis 

que les données de sortie seraient les valeurs prédites du débit. Les modèles RNA ont démontré 

leur efficacité dans la prédiction du débit des cours d'eau à différentes échelles de temps, allant du 

court terme (heures ou jours) au long terme (mois ou années). Ces modèles sont également capables 

de saisir les relations non linéaires entre le débit et d'autres variables. 

Tareke et Awoke (2023) ont utilisé un réseau neuronal artificiel pour étudier et effectuer des 

prévisions à long terme du débit et de la sécheresse hydrologique en Éthiopie, visant à prédire le 
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débit et la sécheresse hydrologique futurs de 2026 à 2099. Les futures données de précipitations, 

mises à l'échelle à partir de modèles climatiques régionaux (MCR), ont été utilisées comme 

données d'entrée pour prédire le futur débit d'eau. Les résultats obtenus ont montré que le RNA est 

un outil efficace pour prédire le débit des cours d'eau dans les régions où une bonne corrélation 

entre les précipitations et le débit des cours d'eau existe. Kisi et al. (2022) ont utilisé le modèle 

RNA en combinaison avec le modèle d'arbre radial (M5 RM5Tree), le modèle d'arbre M5 

(M5Tree), le réseau de neurones à fonction de base radiale (RBFNN) et la régression spline 

adaptative multivariée (MARS) pour la prévision du débit journalier dans un climat froid, en 

utilisant des données provenant de deux stations suédoises. Nourani et al. (2019) ont utilisé le 

modèle hybride d'ondelettes M5Tree et l'ont comparé au modèle RNA pour prévoir le ruissellement 

des rivières sur une base journalière et mensuelle. Tongal et Booij (2018) ont comparé le modèle 

RNA, le machine à vecteur de support (SVM) et la forêt aléatoire (RF) pour la prévision du débit 

des cours d'eau en utilisant des données provenant de quatre rivières aux États-Unis. Sivapragasam 

et al. (2014) ont cherché à démontrer que les prévisions mensuelles peuvent être améliorées de 

manière significative si les variables d'entrée des modèles RNA sont choisies avec soin, même si 

le nombre de modèles d'entraînement est plus faible. Corzo et Solomatine (2007) ont utilisé trois 

techniques différentes de séparation des débits pour améliorer les performances de prévision d'un 

modèle RNA et ont constaté que l'RNA modulaire donnait de meilleurs résultats qu'un modèle 

RNA global. Wu et al. (2005) ont exploité deux modèles de prévision hydrologique RNA pour 

fournir des prévisions de débit à court terme en temps quasi réel. Halff et al. (1993) ont développé 

un RNA utilisant les hyétogrammes des précipitations observées comme données d'entrée et les 

hydrogrammes enregistrés par le U.S. Geological Survey (USGS) à Bellvue, Washington, comme 

données de sortie, afin de prédire le débit. 

II.1.1 Le r®seau neuronal ¨ perceptron multicouche (MLPNN) 

Hassan et al. (2022) ont introduit les modèles SVR et le réseau neuronal à perceptron multicouche 

(MLPNN) comme solution pour la prédiction efficace du débit des réservoirs. Dans cette étude, 

trois paramètres d'entrée influençant le débit du réservoir ont été pris en compte : le niveau de 

stockage, les précipitations et l'évaporation, qui doivent être inclus dans les deux modèles. 

Différents paramètres du modèle ont été testés, tels que les types de noyaux dans le SVR et le 

nombre de couches cachées et de neurones dans le MLPNN. Les deux modèles ont prouvé leur 
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capacité, mais le MLPNN avec deux couches cachées et 4 neurones dans chaque couche a surpassé 

le SVR après avoir été testé à l'aide de quatre tests de performance différents. Waqas et al. (2021) 

ont utilisé des techniques basées sur l'intelligence artificielle (IA) telles que le Boost d'arbre (TB), 

la Forêt d'arbres décisionnels (DTF), l'Arbre décisionnel simple (SDT) et le MLPNN pour prédire 

le débit du bassin fluvial de la Jhelum. Rezaie-Balf and Kisi (2018) ont examiné les performances 

de trois méthodes informatiques douces différentes, le MLPNN, le système d'apprentissage 

extrême élagué de manière optimale (OP-ELM) et la régression polynomiale évolutive (EPR), dans 

la prévision du débit journalier des cours d'eau. Les données de trois stations différentes, 

SoleymanTange, PerorichAbad et Ali Abad, situées sur la rivière Tajan en Iran, ont été utilisées. 

Le modèle MLPNN a été utilisé pour déterminer les combinaisons d'entrées optimales de chaque 

station en appliquant les critères d'évaluation. Yonaba et al. (2010) ont cherché à répondre à la 

question de la sélection de la fonction de transfert. Trois fonctions de transfert non linéaires limitées 

par -1 et 1 ont été sélectionnées pour être testées, sur la base d'un examen de la littérature : la 

sigmoïde d'Elliott, la sigmoïde bipolaire et la sigmoïde tangente. Elles ont été utilisées pour 

concevoir des réseaux neuronaux à perceptrons multicouches pour la prévision du débit des cours 

d'eau à plusieurs étapes pour cinq bassins versants différents et des délais d'exécution de 1 à 5 jours. 

Les résultats ont confirmé que la sigmoïde tangente était la fonction de transfert la plus pertinente 

pour la prévision des débits, par rapport à la sigmoïde bipolaire (logistique) et à la sigmoïde 

d'Elliott. Mutlu et al. (2008) ont développé deux algorithmes, notamment le MLPNN et le réseau 

neuronal à fonction de base radiale (RBFNN), pour la prédiction du débit des cours d'eau. Les 

auteurs ont indiqué que le modèle MLPNN était plus performant que le modèle RBFNN. 

Shamseldin et al. (2007) ont proposé une étude comparative de trois méthodes de prévision de type 

réseau de neurones en combinant les débits de rivière simulés par différents modèles pluie-débit. 

Ces structures de réseau sont : le réseau neuronal simple (SNN), RBFNN et MLPNN. Les données 

quotidiennes de huit bassins versants, situés dans différentes parties du monde et présentant des 

conditions hydrologiques et climatiques différentes, ont été utilisées pour comparer les 

performances de ces trois méthodes. Dans le cas de chaque bassin versant, chaque méthode de 

combinaison de réseaux neuronaux utilise de manière synchronisée les débits fluviaux simulés de 

quatre modèles pluie-débit fonctionnant en mode de conception sans mise à jour pour produire les 

débits fluviaux combinés. Deux de ces quatre modèles sont des boîtes noires, les deux autres étant 

des modèles conceptuels. En termes d'indice d'efficacité du modèle de Nash-Sutcliffe, la méthode 
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de combinaison MLPNN est généralement plus performante que les deux autres méthodes de 

combinaison testées. 

II.1.1.1 Optimisation ¨ l'aide de la combinaison du mod¯le MLPNN avec des algorithmes 

d'optimisation et m®taheuristiques  

Xu et al. (2023) ont focalisé leur article sur l'introduction d'un modèle innovant capable de prédire 

avec une grande précision le débit des cours d'eau. Par conséquent, un réseau neuronal perceptron 

multicouche, dont le nombre optimal de neurones est spécifié à l'aide de métriques d'évaluation, 

est considéré pour la simulation. Le réseau MLPNN utilisé a été optimisé à l'aide de différents 

optimiseurs, à savoir l'optimisation par essaims de particules, l'algorithme génétique, l'optimisation 

par loup gris, l'optimisation chaotique par loup gris, l'optimisation avancée par loup gris et 

l'optimisation adaptative par loup gris chaotique. Selon les résultats statistiques, l'optimisation 

chaotique adaptative du loup gris est présentée comme l'optimiseur le plus performant. Gomaa et 

al. (2023) ont examiné l'application d'un modèle hybride de perceptron multicouche optimisé par 

essaimage de particules (MLPNN-PSO) dans l'analyse de la relation entre les précipitations et le 

ruissellement, ainsi que dans la prédiction du débit de ruissellement. Les modèles de réseau 

neuronal à fonction de base radiale gaussienne (GRNN) et de régression par processus gaussien 

(GPR) ont été utilisés comme procédure de comparaison pour évaluer la performance et la 

supériorité du modèle MLPNN-PSO. Les résultats montrent que le modèle MLPNN-PSO est plus 

performant que les modèles GRNN et GPR. Sahoo et al. (2022) se sont concentrés sur l'application 

de deux modèles hybrides robustes pour la prévision des inondations dans deux stations de 

jaugeage du bassin de la rivière Barak, dans le district de Cachar de l'Assam, en Inde, et sur 

l'évaluation de leur précision pour diverses combinaisons d'entrées hydrologiques. Les deux 

modèles hybrides intègrent le MLPNN et la machine à vecteurs de support (SVM) avec une méta-

heuristique inspirée de la nature, l'optimiseur à loup gris (GWO). Les résultats concluants indiquent 

que l'utilisation du GWO en tant qu'optimiseur conduit à un développement concevable de la 

performance des modèles MLPNN et SVM pour la prévision des inondations. Khosravi et al. 

(2022) démontrent les premières applications d'un nouvel algorithme d'apprentissage profond 

optimisé d'un réseau neuronal convolutif (CNN) utilisant l'algorithme métaheuristique BAT (CNN-

BAT). En utilisant les pouvoirs de prédiction de quatre algorithmes bien connus comme références 

- perceptron multicouche (MLPNN-BAT), système d'inférence neuro-floue adaptatif (ANFIS-

BAT), régression vectorielle de soutien (SVR-BAT) et forêt aléatoire (RF-BAT), le modèle CNN-
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BAT est testé pour la prédiction du débit journalier dans le bassin versant de Korkorsar, dans le 

nord de l'Iran. Le r®sultat obtenu montre que lôutilisation du BAT en tant qu'optimiseur conduit ¨ 

un développement concevable de la performance des modèles CNN, MLPNN, ANFIS et SVM 

pour la pr®vision des d®bits des cours dôeaux. Sammen et al. (2021) ont mis au point un nouveau 

modèle de prévision combinant la technique d'optimisation des tournesols (SFA) en tant 

qu'algorithme évolutionnaire et l'algorithme MLPNN pour prévoir le débit des stations de Jam 

Seyed Omar et de Muda Di Jeniang en Malaisie. Les résultats de l'algorithme MLPNN-fleur de 

soleil (SFA) ont été comparés à ceux du MLPNN classique et de deux autres modèles MLPNN 

hybrides, à savoir l'optimisation par essaims de particules (MLPNN-PSO) et l'algorithme génétique 

(MLPNN-GA). En conclusion, cette recherche a montré que la combinaison d'un MLPNN avec 

des algorithmes d'optimisation améliorait la précision du modèle MLPNN autonome, l'intégration 

de l'algorithme SFA étant la plus efficace. Panahi et al. (2021) ont utilisé le modèle Bayesian 

copula-based mean model (CBMA) comme version améliorée du modèle BMA pour prédire le 

d®bit des rivi¯res Golok, Kelantan, Lanas et Nenggiri en Malaisie. Les auteurs ont mis en îuvre 

l'algorithme d'optimisation archimédienne (AOA) pour entraîner le modèle MLPNN. La capacité 

du modèle MLPNN-AOA a été comparée à celle de l'algorithme MLPNN-BAT, de l'algorithme 

MLPNN-PSO et de l'algorithme MLPNN-firefly (MLP-FFA). Mohammadi et al. (2020) ont 

montré que les modèles d'apprentissage automatique (ML) avaient d'excellentes performances pour 

simuler les séries temporelles de débit de quatre rivières au Canada et aux États-Unis. Ils ont mis 

en îuvre quatre types diff®rents de mod¯les bas®s sur des donn®es, ¨ savoir le modèle bi-linéaire, 

MLPNN, le MLP MLPNN-PSO et le MLPNN-PSO couplé à l'optimiseur multivers (MLP-

PSOMVO). Leurs résultats se situent dans une fourchette R2 comprise entre 0,90 et 0,99, et ils ont 

abouti à des modèles ML capables de comprendre les phonèmes SF, puis d'obtenir une simulation 

de ruissellement appropriée. Pham et al. (2020) ont démontré l'efficacité du remplacement de 

l'algorithme de descente du gradient (GDA) par un algorithme d'optimisation avancé, à savoir 

l'algorithme IWD (Intelligent Water Drop), pour améliorer les performances du modèle MLPNN 

pour la prédiction du débit des cours d'eau. Les auteurs rapportent que l'algorithme IWD a 

effectivement contribué à améliorer le modèle MLPNN. 
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II.1.1.2  Am®lioration de la performance du mod¯le MLPNN par transformation en 

ondelettes des variables d'entr®e  

Gomaa et al. (2023) ont évalué, dans leur étude, l'application de la décomposition en modes 

empiriques - transformation de Hilbert-Huang (EMD-HHT) en conjonction avec les modèles GPR 

et MLPNN-PSO dans l'analyse de la relation entre les précipitations et le ruissellement, ainsi que 

dans la prédiction du taux de ruissellement. Les résultats obtenus prouvent que cette combinaison 

donne des résultats prometteurs dans la prédiction du ruissellement, le modèle MLP-PSO-EMD 

montrant une plus grande précision que le modèle GPR-EMD. Agarwal et al. (2022) ont employé 

les modèles d'ondelettes intégrées, de MLPNN, de réseau neuronal à retardement (TDNN) et de 

réseau neuronal à mémoire gamma (GMNN) pour prédire les fluctuations horaires du niveau de la 

rivière, y compris la variable de la variation du taux d'emmagasinement. Les chercheurs ont d'abord 

utilisé la transformée en ondelettes discrètes pour décomposer la série temporelle du débit d'eau en 

composantes à basse et haute fréquence. Ensuite, chaque composante a été prédite séparément à 

l'aide des modèles MLPNN, TDNN et GMNN. Les performances des modèles hybrides 

WMLPNN, WTDNN et WGMNN proposés ont été comparées à celles des modèles MLPNN, 

TDNN et GMNN. Les résultats de l'étude viennent confirmer la supériorité des performances des 

modèles hybrides dans la prévision des débits fluviaux. Shoaib et al. (2018) ont comparé les 

performances des différents modèles de réseaux neuronaux artificiels (RNA) de type feedforward 

basés sur les ondelettes. Les types de RNA feedforward utilisés dans l'étude comprennent le 

MLPNN, le réseau neuronal feedforward généralisé (GFFNN), le RBFNN, le réseau neuronal 

modulaire (MNN) et les modèles de réseaux neuronaux neuro-flous (NFNN). La transformation en 

ondelettes discrète (DWT) est utilisée dans la présente étude pour décomposer les données 

pluviométriques d'entrée à l'aide de la fonction d'ondelette db8. Les résultats de l'étude suggèrent 

que les mod¯les WNN sont plus performants dans la pr®vision des d®bits des cours dôeaux. Shoaib 

et al. (2016) ont exploré pour la première fois le potentiel des modèles de réseaux neuronaux 

récurrents décalés dans le temps (TLRNN) couplés à des ondelettes pour la prévision du 

ruissellement à partir de données pluviométriques. DWT est employée dans cette étude pour 

décomposer les données pluviométriques d'entrée à l'aide de six des fonctions d'ondelettes les plus 

couramment utilisées. L'étude a montré que les modèles TLRNN dynamiques couplés aux 

ondelettes peuvent être considérés comme une alternative aux modèles MLPNN statiques couplés 

aux ondelettes. Shoaib et al. (2014) se sont concentr®s sur lô®valuation des effets de 23 fonctions 
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d'ondelettes mères sur la performance des modèles de ruissellement pluvial par réseau de neurones 

artificiels hybrides basés sur les ondelettes. Les modèles hybrides de MLPNN et de RBFNN sont 

développés dans cette étude en utilisant à la fois les types de transformation d'ondelettes continues 

et d'ondelettes discrètes. Le réseau neuronal à perceptron multicouche à transformation en 

ondelettes discrètes (DWT-MLPNN) et les modèles à fonction de base radiale à transformation en 

ondelettes discrètes (DWT-RBFNN) au niveau de décomposition neuf avec la fonction d'ondelette 

db8 présentent les meilleures performances. Kiĸi (2008b) a proposé l'application d'une technique 

de neuro-ondelettes pour la modélisation des débits mensuels. Le modèle de neuro-ondelettes est 

amélioré en combinant deux méthodes, la transformée en ondelettes discrète et le perceptron 

multicouche, pour la prévision du débit d'un mois à l'avance et les résultats sont comparés à ceux 

du MLPNN, de la régression multilinéaire (MLR) et des modèles autorégressifs (AR). Les données 

mensuelles de débit de deux stations, la station Gerdelli sur la rivière Canakdere et la station Isakoy 

sur la rivière Goksudere, dans la région orientale de la mer Noire en Turquie, sont utilisées dans 

l'étude. Les résultats de la comparaison ont révélé que le modèle suggéré pouvait augmenter la 

précision des prévisions et était plus performant que les modèles MLPNN, MLR et AR 

II.1.2 Le r®seau neuronal de r®gression g®n®ralis®e (GRNN). 

Zounemat-Kermani et al. (2021) ont évalué différents types de réseaux neuronaux conventionnels, 

à savoir le réseau neuronal de régression généralisée (GRNN), le RBNN et le MLPNN, dans la 

prévision du débit journalier de la Tamise, située au Royaume-Uni. Les modèles sont comparés 

d'un point de vue mathématique, statistique et diagnostique sur la base des résultats prévus pour 

dix séries temporelles différentes. Les résultats indiquent que tous les modèles de réseaux 

neuronaux prévoient de manière acceptable le débit journalier. Ak­akoca and Apaydēn (2020) ont 

examiné la modélisation des débits du ruisseau Bektas. Les données météorologiques quotidiennes 

(précipitations, température, temps d'ensoleillement, humidité relative) mesurées dans la région de 

Kangal et les débits différés d'un jour ont été utilisés à des fins de modélisation. Les prévisions de 

débit sont simulées à l'aide du modèle GRNN. Pour révéler la différence entre le modèle GRNN et 

d'autres ANN, les mêmes données ont également été utilisées dans le modèle de réseau neuronal à 

progression directe (FFNN). Muhammad Adnan et al. (2019) ont évalué la précision de cinq 

techniques informatiques douces pour la prédiction du débit mensuel du bassin de la rivière Gilgit 

par une méthode de validation croisée. Les cinq techniques évaluées étaient le FFNN, le RBFNN, 
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le GRNN, le système d'inférence adaptatif neuro-flou avec partition en grille (Anfis-GP) et le 

système d'inférence adaptatif neuro-flou avec regroupement soustractif (Anfis-SC). L'interaction 

entre la température et le débit a été prise en compte dans l'étude. Luo et al. (2019) ont proposé un 

cadre hybride de prévision du débit, qui intègre l'analyse factorielle, la décomposition des séries 

temporelles, la régression des données et la suppression des erreurs. Les modèles de régression 

vectorielle de support (SVR) et GRNN sont intégrés à la décomposition saisonnière et tendancielle 

pour établir des prévisions mensuelles du débit. Des méthodes de correction d'erreur par 

autorégression et par combinaison de plusieurs modèles sont utilisées pour garantir la précision. 

Les données mensuelles de débit de Shigu et Xiangjiaba, en Chine, de 1961 à 2009, sont utilisées 

pour évaluer la méthode proposée. Diop et al. (2018) ont testé l'utilité de deux approches, le modèle 

SVR et GRNN, pour prédire le débit quotidien dans le bassin supérieur du fleuve Sénégal à la 

station de Bafing Makana en Afrique de l'Ouest. Yaseen et al. (2016) ont exploré le potentiel d'une 

méthode relativement nouvelle basée sur les données, à savoir la méthode de machine 

d'apprentissage extrême (ELM), pour la prévision des débits mensuels du fleuve Tigre, en Irak. 

Une étude comparative est menée pour évaluer les performances de l'ELM par rapport à d'autres 

modèles basés sur des données : SVR et GRNN. Danandeh Mehr et al. (2015) ont appliqué 

l'algorithme de réseau neuronal à rétropropagation feed-forward (FFBP) avec deux autres 

techniques de RNA, à savoir les algorithmes de GRNN et RBFNN, dans le but de prédire le débit 

dans les bassins versants à faible pluviométrie au pas de temps mensuel de deux stations 

successives sur la rivière Çoruh, en Turquie. Mehr et al. (2014) ont employé différents modèles de 

réseaux neuronaux artificiels, à savoir feedforward back propagation (FFBP), GRNNRBFNN 

comme outils de comparaison afin d'examiner la capacité de la technique de programmation 

génétique linéaire (LGP) à prédire les débits mensuels à partir des données de terrain enregistrées 

dans deux stations de hydrométriques sur la rivière Çoruh, en Turquie. Besaw et al. (2010) ont 

utilisé un réseau GRNN et une stratégie de réseau de contre-propagation (CPN) pour développer 

et tester une méthode de prévision du débit des rivières non jaugées à l'aide de deux réseaux 

neuronaux pilotés par des données climatiques et hydrologiques accessibles au public. Kiĸi (2008a) 

a démontré l'application de différentes techniques de RNA pour l'estimation des débits mensuels. 

Trois techniques ANN différentes, à savoir les réseaux FFNN, GRNN et RBFNN, sont utilisées 

pour la prévision des débits. Kiĸi and Kerem Cigizoglu (2007) ont étudié l'utilisation de MLPNN, 

RBFNN et de GRNN pour la prévision des séries de débits intermittents. Cigizoglu (2005b) a 
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comparé le modèle GRNN avec le modèle de rétropropagation à erreur directe (FFBP) pour la 

prévision du débit moyen mensuel. La performance des prévisions du GRNN s'est avérée 

supérieure à celle des méthodes FFBP, statistique et stochastique en termes de critères de 

performance sélectionnés. Cigizoglu (2005a) a étudié l'utilisation de MLPNN et GRNN pour la 

prévision des débits intermittents. Islam et al. (2001) ont proposé le modèle GRNN pour prévoir 

les séries temporelles chaotiques. L'approche utilise la théorie de l'espace des phases pour 

reconstruire la trajectoire d'évolution du mouvement, qui est utilisée comme entrée. Contrairement 

à la méthode de prédiction non linéaire (NLP), où le poids de l'état projeté est le même, le GRNN 

utilise des poids inégaux. L'état projeté le plus proche est plus pondéré que l'état projeté le plus 

éloigné, ce qui constitue une approximation raisonnable dans l'espace des phases. Les 

performances du GRNN sont d'abord vérifiées sur une série temporelle chaotique artificielle, puis 

sur une série temporelle hydrologique réelle. Les résultats indiquent que les performances du 

GRNN sont comparables à celles du NLP. 

II.1.2.1 Optimisation ¨ l'aide de la combinaison du mod¯le GRNN avec des algorithmes 

d'optimisation ou des m®taheuristiques 

Yin et al. (2016) ont cherché à tester la performance du réseau neuronal de régression générale 

avec rotation (RGRNN), en tant qu'amélioration du modèle GRNN, dans la prévision des débits 

moyens mensuels de la rivière Heihe, en Chine. La performance du modèle RGRNN a été comparée 

à celle du modèle GRNN, du modèle de rétropropagation à erreur directe (FFBP) et du modèle de 

comptabilisation et de routage de l'humidité du sol (SMAR). Les résultats indiquent que le modèle 

GRNN combiné pourrait être un outil utile de prévision du débit des rivières pour les régions arides 

et semi-arides sélectionnées en Chine. Ng et al. (2009) examinent différentes techniques 

d'estimation pour compléter les observations manquantes dans les séries hydrologiques 

quotidiennes extrêmes. Des modèles GRNN sont proposés pour l'estimation des observations 

manquantes, leur configuration d'entrée étant déterminée par une approche d'optimisation par 

algorithme génétique (GA). L'efficacité de la technique GRNN-GA a été obtenue par des analyses 

comparatives des performances de la technique proposée par rapport aux techniques existantes. Sur 

la base des résultats de ces analyses comparatives, en particulier dans le cas de la rivière anglaise 

(Canada), la technique GRNN-GA s'est avérée être une méthode très compétitive par rapport aux 

techniques de réseaux neuronaux artificiels existantes. En outre, sur la base des critères de l'erreur 

quadratique moyenne et de l'erreur absolue, une analyse comparative détaillée impliquant GRNN-
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GA, les k-voisins les plus proches et l'imputation multiple pour compléter les enregistrements 

manquants de la rivière Saugeen (Canada), a également montré que GRNN-GA était supérieure 

lorsqu'elle était évaluée par rapport à d'autres techniques concurrentes. 

II.1.2.2 Am®lioration de la performance du mod¯le GRNN par transformation en 

ondelettes des variables d'entr®e 

Tayyab et al. (2016) ont étudié la certitude du débit mensuel en appliquant des réseaux neuronaux 

artificiels aux cours supérieurs du fleuve Yangtze, en particulier le GRNN. Pour surmonter le 

problème de non-linéarité du débit, les réseaux neuronaux artificiels ont été intégrés à la 

transformée en ondelettes discrète (DWT). Il s'avère que la technique de décomposition DWT 

permet d'améliorer les résultats des prévisions par rapport aux réseaux neuronaux artificiels 

appliqués séparément. De plus, tous les modèles ont été appliqués séparément aux valeurs 

maximales, ce qui a également montré que le modèle intégré avait une plus grande capacité à 

capturer les valeurs maximales. Kiĸi (2011) a examiné un modèle hybride de réseau neuronal de 

régression généralisée combiné à la technique des ondelettes (WGRNN) pour la prévision des 

débits mensuels. Le modèle WGRNN est obtenu en combinant deux méthodes, DWT et GRNN, 

pour prévoir les débits un mois à l'avance. Les données de débit mensuel de deux stations, la station 

de Gerdelli sur la rivière Canakdere et la station d'Isakoy sur la rivière Goksudere, dans la région 

orientale de la mer Noire en Turquie, ont été utilisées. Les résultats de la comparaison ont montré 

que le WGRNN surpassait les modèles GRNN et FFNN dans la prévision des débits mensuels. 

II.1.3 Le machine ¨ vecteur de support (SVM)  

Saravanan et al. (2023) ont utilisé cinq modèles d'apprentissage automatique : la machine à vecteur 

de support (SVR), la forêt aléatoire (RF), le modèle M5 élagué (M5P), le MLPNN et la régression 

linéaire (LR) pour simuler le débit un jour à l'avance dans le sous-bassin de Pranhita (bassin de 

Godavari), en Inde. Les résultats soulignent l'importance des modèles avancés d'apprentissage 

automatique dans les applications de modélisation du débit des cours d'eau. Ikram et al. (2022) ont 

développé une nouvelle approche, la stratégie d'évolution et d'adaptation de la matrice de 

covariance (CMAES), pour améliorer la précision de sept modèles d'apprentissage automatique : 

la machine d'apprentissage extrême (ELM), le réseau élastique (EN), la régression des processus 

gaussiens (GPR), SVR, le SVR des moindres carrés (LSSVR), l'extrême gradient boosting (XGB) 

et le RBFNN, dans la prédiction du débit des cours d'eau. Les résultats montrent que la SVR a 
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fourni des résultats plus précis que les autres méthodes. Parisouj et al. (2020) ont utilisé trois 

algorithmes d'apprentissage automatique, SVR, ANN et ELM, pour prédire le débit de quatre 

rivières aux États-Unis. Les auteurs ont souligné que le SVR était meilleur que les modèles utilisés. 

Tongal et Booij (2018) ont simulé le débit de quatre rivières aux États-Unis en utilisant le modèle 

SVR, les réseaux ANN et RF en fonction des précipitations (P), de la température (T) et de 

l'évapotranspiration potentielle (PET). Les résultats de la simulation montrent que l'utilisation de 

la méthode de séparation des flux de base permet d'améliorer les performances de simulation des 

modèles d'apprentissage automatique. Yin et al. (2018) ont utilisé SVR, la régression cannelée 

multivariée adaptée (MARS) et l'arbre de modèle M5 (M5Tree) pour prévoir les données sur le 

débit des rivières dans une région montagneuse semi-aride et écologiquement importante du bassin 

versant de Pailugou, dans le nord-ouest de la Chine. Les résultats de ces modèles ont montré que 

la performance du M5Tree peut être considérée comme supérieure à celle des modèles SVR et 

MARS lorsqu'il est appliqué à un problème de prévision du débit des rivières à plusieurs horizons 

de prévision. Kalra et al. (2013) ont étudié les effets de la NAO (Oscillation du Nord Atlantique), 

de l'ENSO (El Niño-Southern Oscillation) et de la SST (Température de surface de la mer) sur le 

débit du bassin supérieur du fleuve Colorado. Ils ont utilisé le modèle SVM pour prédire le débit. 

L'identification de la meilleure combinaison d'entrées a été l'un des défis de leur étude. Il a été 

conclu que la combinaison de la NAO et de la SST fournissait de bonnes estimations. Asefa et al. 

(2006) ont utilisé SVM pour prédire le débit saisonnier et horaire à plusieurs échelles. Les résultats 

de ces modèles ont montré une performance intéressante dans la prédiction des débits des cours 

d'eau en temps réel et spécifiques. Sivapragasam et Liong (2005) ont dévisagé la plage de débit de 

trois régions (régions de débit faible, moyen et élevé) et les attributs sont décidés sur la base du 

processus hydrologique sous-jacent de la région de débit. Un modèle de prévision du débit est 

appliqué pour chaque région de débit, en utilisant uniquement les données historiques de débit 

comme données d'entrée. L'approche propos®e est mise en îuvre dans le bassin versant de 

Tryggevælde (Danemark) pour les jours de 1 et 3, en SVM, qui donne des résultats prometteurs, 

en particulier pour les débits élevés dans un modèle de jour de 3 

II.1.3.1 Optimisation ¨ l'aide de la combinaison du mod¯le SVM avec des algorithmes 

d'optimisation ou des m®taheuristiques 

Samantaray and Sahoo (2023) ont souligné que l'objectif principal de leurs recherches est 

d'explorer le potentiel du nouveau modèle hybride PSR-SVM-FFA (intégration de la reconstruction 
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de l'espace de phase avec la machine à vecteur de support et l'algorithme firefly) et d'évaluer ses 

performances par rapport au réseau conventionnel de fonction de base radiale, au SVM et au SVM-

FFA hybride pour prédire le débit en tenant compte des données provenant de quatre stations de 

jaugeage dans le bassin de la rivière Mahanadi, en Inde. Le PSR est appliqué pour extraire des 

informations et des caractéristiques des séries temporelles de débit et améliorer la précision du 

modèle hybride SVM-FFA. Les résultats montrent que PSR-SVM-FFA fournit des prédictions 

robustes. He et al. (2023) ont proposé dans leur étude une méthode intégrée de prédiction de la 

moyenne des modèles bayésiens qui combine des algorithmes d'intelligence artificielle, notamment 

le réseau neuronal à mémoire longue et courte (LSTM), le réseau neuronal à unités récurrentes 

(GRU), le réseau neuronal récurrent (RNN), le réseau neuronal à rétropropagation (BP), la 

régression linéaire multiple (MLR), la régression par forêt aléatoire (RFR), la régression AdaBoost 

(ABR) et le modèle SVR pour la prévision des débits fluviaux à moyen terme. En particulier, 

l'algorithme de recuit simulé (SA) est utilisé pour optimiser les hyperparamètres du modèle. 

L'application pratique du modèle proposé montre de bonnes performances de prédiction. Adnan et 

al. (2022) ont intégré le modèle SVM avec l'algorithme SA et l'algorithme d'optimisation de la 

mouche de mai (MOA) pour prédire le débit dans le bassin de la rivière Helium. Malik et al. (2020) 

ont optimisé SVR par six algorithmes méta-heuristiques, l'optimisation Ant Lion (SVR-ALO), 

l'optimiseur Multi-Verse (SVR-MVO), l'optimiseur SpottedHyena (SVR-SHO), l'optimisation 

Harris Hawks (SVR-HHO), l'optimisation ParticleSwarm (SVR-PSO) et l'optimisation bayésienne 

(SVR-BO) pour prédire le débit journalier dans le bassin versant de Naula, dans l'État 

d'Uttarakhand, en Inde. Les résultats montrent que le nouvel algorithme HHO a surpassé les autres 

algorithmes méta-heuristiques en termes de précision de prédiction. Zaini et al. (2018) ont 

développ® un mod¯le bas® sur SVM et son hybridation avec l'optimisation par lôalgorithme PSO 

pour prévoir le débit journalier à court terme de la rivière dans le bassin versant supérieur de Bertam 

situé dans les Cameron Highland, en Malaisie. Le résultat obtenu montre que le modèle hybride 

SVM-PSO est plus performant que SVM. Zhu et al. (2016) ont effectué une prévision du débit du 

fleuve Yangtze en utilisant une machine à vecteur de support et plusieurs méthodes de 

décomposition des séries temporelles. Kalteh (2015) a utilisé des modèles de régression par 

algorithme génétique et vecteur de support (GA-SVR) pour prévoir le débit mensuel de deux 

rivières et a obtenu de bonnes performances. 
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II.1.3.2 Am®lioration de la performance du mod¯le SVM par transformation en ondelettes 

des variables d'entr®e   

Tikhamarine et al. (2019) ont utilisé un nouvel algorithme méta-heuristique appelé optimiseur de 

loup gris (GWO) dans le but d'améliorer la précision de la SVR dans la prévision des débits 

mensuels. L'approche proposée est comparée à d'autres méthodes évolutionnaires, telles que 

l'optimisation par essaims de particules, l'évolution complexe mélangée et l'optimisation multi-

verse, qui sont utilisées pour régler les paramètres du SVR. De plus, les méthodes proposées ont 

également été combinées avec la transformée en ondelettes. Selon les résultats obtenus, les modèles 

hybrides présentent de meilleures performances dans la prédiction des débits mensuels par rapport 

aux versions uniques. 

II.1.4 R®gression par processus gaussien (GPR) 

Kumar et al. (2021) ont développé quatre techniques de régression des processus gaussiens (GPR) 

: le noyau polynomial, le noyau de fonction de base radiale, le noyau polynomial normalisé et le 

noyau PUK, qui ont été utilisées pour la prédiction du débit journalier des cours d'eau. En 

comparant les quatre modèles développés, les résultats suggèrent que le GPR-PUK est plus précis 

et plus stable que les autres modèles, ce qui en fait un outil utile pour aider les utilisateurs d'eau, 

les décideurs et les planificateurs du développement à gérer les ressources en eau et à parvenir à un 

développement durable. Niu et Feng (2021) ont examiné le potentiel de cinq méthodes 

d'intelligence artificielle pour prédire les séries de débits journaliers dans deux grands réservoirs 

hydroélectriques en Chine, à savoir le ANN, le système d'inférence floue adaptatif basé sur les 

neurones (ANFIS), ELM, GPR et SVM. Les résultats suggèrent que les cinq méthodes 

d'intelligence artificielle peuvent produire des résultats de prévision satisfaisants, tandis que les 

méthodes SVM, GPR et ELM peuvent produire de meilleures performances que ANN et ANFIS à 

la fois dans les phases d'apprentissage et de test. Thapa et al. (2020) ont mis en îuvre la r®gression 

par processus gaussien, SVR et le modèle non linéaire autorégressif exogène (NARX), qu'ils ont 

comparés à un modèle LSTM pour modéliser le débit induit par la fonte des neiges dans un bassin 

de l'Himalaya. Les résultats de cette étude démontrent l'applicabilité des modèles d'apprentissage 

automatique pour prédire les débits induits par la fonte des neiges dans les bassins versants 

montagneux où les données sont rares. Zhu et al. (2019) ont introduit GPR comme nouveau modèle 

basé sur l'IA pour la prévision du débit. Le GPR s'est avéré plus précis que le modèle basé sur le 
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GRNN. Sun et al. (2014) ont mis en îuvre le mod¯le GPR pour la pr®vision du d®bit des cours 

d'eau. La capacité prédictive de l'algorithme GPR est testée pour une prévision d'un mois à l'avance 

en utilisant la base de donn®es dôexp®rience d'estimation des paramètres du modèle (MOPEX), qui 

comprend des séries temporelles hydrométéorologiques à long terme recueillies dans 438 bassins 

à travers les États-Unis de 1948 à 2003. Les comparaisons avec les modèles de régression linéaire 

et de réseau neuronal artificiel indiquent que l'algorithme GPR surpasse les deux méthodes de 

régression dans la plupart des cas. 

II.1.4.1 Optimisation ¨ l'aide de la combinaison du mod¯le GPR avec des algorithmes 

d'optimisation ou des m®taheuristiques 

L. Wang et al. (2023) ont proposé un modèle de prévision des probabilités intégrant des données 

multi-résolutions afin d'améliorer les prévisions de débit à court terme. Dans le modèle proposé, 

l'analyse du spectre singulier (SSA) est utilisée pour traiter les données de débit multi-résolutions 

afin d'éliminer le bruit caché. Ensuite, SVR est utilisée pour la modélisation, et les méthodes de 

recherche de grille (GS) et de validation croisée (CV) sont employées pour déterminer les 

paramètres SVR optimaux. Enfin, GPR est utilisée pour la fusion non linéaire et la prédiction 

probabiliste. Pour vérifier l'efficacité du modèle proposé, les données de débit du pont Pingchuan 

et de la station Gaoya avec deux résolutions différentes sont collectées, et plusieurs modèles et 

indices pertinents sont utilisés pour l'analyse comparative et l'évaluation globale. Les résultats 

expérimentaux montrent que le modèle proposé surpasse de manière significative les modèles 

comparés pertinents, ce qui indique que le modèle proposé réduit efficacement l'influence des 

signaux d'interférence sur la modélisation et utilise pleinement les informations fournies par les 

données à différentes résolutions pour améliorer la prédiction du débit. En outre, le modèle proposé 

fournit une estimation fiable de l'incertitude en plus d'une prédiction précise des points. S. Wang 

et al. (2023) ont étudié l'efficacité d'un modèle hybride de régression par processus gaussien et 

d'algorithme de recherche coopérative (CSA) pour la prévision de séries de données hydrologiques 

non stationnaires. L'approche CSA évite le défaut de convergence prématurée du GPR en 

déterminant efficacement les combinaisons de paramètres appropriées dans l'espace du problème. 

Plusieurs modèles traditionnels d'apprentissage automatique sont établis pour évaluer la validité de 

la méthode GPR-CSA proposée dans trois stations hydrologiques de Chine. Différents résultats 

expérimentaux montrent que le modèle GPR-CSA développé peut prédire avec précision le 

ruissellement non linéaire et surpasse les modèles traditionnels développés en termes de divers 
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indicateurs statistiques. Par conséquent, un modèle GPR entraîné par CSA peut fournir une 

efficacité d'entraînement satisfaisante et une performance de simulation robuste pour la prévision 

du ruissellement. 

II.1.4.2 Am®lioration de la performance du mod¯le GPR par transformation en ondelettes 

des variables d'entr®e   

Ghasempour et al. (2021) ont proposé dans leur étude des méthodes hybrides pour prévoir les débits 

mensuels de la rivière Housatonic sur la période 1941-2018. En intégrant les nouvelles méthodes 

de prétraitement telles que la décomposition en mode empirique d'ensemble (EEMD) et la 

décomposition en mode variable (VMD) dans le processus d'apprentissage de deux méthodes 

d'intelligence artificielle, le modèle de la machine d'apprentissage extrême à noyau (KELM) et le 

GPR. Dans l'ensemble, les résultats ont montré que les modèles hybrides augmentaient la précision 

de la modélisation de 20 à 40 % par rapport aux modèles autonomes. Sun et al. (2020) ont cherché 

dans leur étude à améliorer la précision de la prévision des séries de vitesse du vent et de débit des 

rivières en développant une architecture innovante de prévision de l'incertitude. Cette architecture 

combine la méthode de décomposition des données. Dans l'architecture conçue, la Décomposition 

Adaptative des Modes de Variation (AVMD) est d'abord appliquée pour extraire les informations 

implicites de la série temporelle originale. Ensuite, la forêt aléatoire est utilisée pour sélectionner 

les entrées appropriées pour chaque mode. Le GPR est piloté par divers réseaux neuronaux : ELM, 

Réseaux neuronaux à rétropropagation (BP), GRNN et RBFNN. L'efficacité et l'applicabilité de 

l'approche proposée sont vérifiées à l'aide de données instables sur la vitesse du vent et le débit des 

cours d'eau, et comparées à onze modèles apparentés. Les résultats indiquent que le modèle proposé 

améliore non seulement la précision des prévisions déterministes, mais fournit également 

davantage d'informations probabilistes pour la prise de décision. Chamani and Roushangar (2020) 

ont cherché à améliorer la performance du modèle GPR en examinant les débits aux stations 

transversales sur la rivière Arkansas aux États-Unis, en utilisant des modèles combinés de GPR, 

ELM et de décomposition en mode empirique de l'ensemble complet (CEEMD). À cette fin, les 

débits quotidiens et mensuels ont d'abord été prédits à l'aide des modèles GPR et ELM. Ensuite, 

les séries temporelles de débit ont été divisées en cages par la méthode CEEMD, et ces sous-classes 

ont été introduites dans la régression du processus gaussien et la modélisation ELM pour simuler 

le débit. Les résultats ont montré que l'approche CEEMD améliorait considérablement les 

performances des modèles susmentionnés. Les résultats obtenus par le modèle hybride GPR pour 
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prédire le débit dans la première, deuxième et troisième station avec le prétraitement CEEMD ont 

été réduits de 34, 27 et 32 pour cent, respectivement, par rapport à ceux du modèle GPR sans 

prétraitement. 

II.1.5 Machine d'apprentissage extr°me (ELM) 

Sulugodu and Deka (2019) ont ciblé dans leur recherche le rendement des données pluviométriques 

satellitaires CHIRPS par rapport aux données pluviométriques quadrillées IMD et le 

développement de divers modèles de prévision du débit journalier dans le bassin de Nethravathi, 

au Karnataka, en Inde. Différentes combinaisons d'entrées sont développées et des méthodes telles 

que ANFIS, GRNN, PSO-ANN et la machine d'apprentissage extrême (ELM) sont appliquées pour 

la prévision du débit à l'échelle temporelle. Les résultats indiquent que la précipitation CHIRPS a 

montré une meilleure performance en comparaison avec les données IMD. L'ELM a exprimé un 

effet amélioré par rapport à toutes les autres méthodes. Lima et al. (2016) ont étudié la capacité du 

modèle ELM à modéliser le débit entrant des réservoirs à l'échelle mensuelle en Chine. Le modèle 

ELM a fourni des résultats précis par rapport à plusieurs autres modèles d'IA bien établis. Deo and 

ķahin (2016) ont utilisé le modèle ELM pour prédire le débit des cours d'eau. La comparaison de 

la précision du modèle ELM avec celle du modèle ANN a montré que le modèle ELM donnait de 

meilleurs résultats que le modèle ANN. La première modélisation de débit dans un cours d'eau à 

l'aide d'ELM a été réalisée dans l'étude de Siqueira et al. (2014). Les auteurs ont développé un 

modèle ELM pour capturer la non-linéarité associée au débit saisonnier de l'hydroélectricité 

brésilienne. Leurs résultats ont montré le potentiel du modèle proposé et ont mis l'accent sur 

plusieurs études hydrologiques par la suite. 

II.1.5.1 Optimisation ¨ l'aide de la combinaison du mod¯le ELM avec des algorithmes 

d'optimisation ou des m®taheuristiques 

Adnan et al. (2021) ont développé et proposé une nouvelle méthode hybride pour la prévision du 

d®bit mensuel des cours dôeau dans le bassin versant de Mangla, dans le nord du Pakistan, en 

int®grant lôalgorithme PSO et GWO au mod¯le ELM, sous le nom d'ELM-PSOGWO. La méthode 

proposée a été comparée à l'ELM autonome, à l'hybride ELM-PSO et à l'hybride binaire PSOGSA. 

Les résultats indiquent que le modèle ELM-PSOGWO peut être recommandé pour la prévision du 

ruissellement mensuel. Yaseen et al. (2020) ont examiné l'intégration d'un algorithme 

métaheuristique récemment exploré (SSA) avec le modèle ELM pour prévoir le débit mensuel des 
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rivières. Ils ont utilisé vingt ans de séries chronologiques de données sur le débit du fleuve Tigre à 

la station de Bagdad, en Irak. En résumé, l'étude confirme que le modèle SSA-ELM est un modèle 

de données intelligent qualifié pour la prédiction du débit mensuel du fleuve Tigre, en Irak. Jiang 

et al. (2020) ont développé un modèle hybride qui intègre la théorie du chaos et une machine 

d'apprentissage extrême avec des paramètres optimaux sélectionnés à l'aide d'une optimisation par 

essaim particulaire améliorée (ELM-IPSO) pour l'analyse et la prévision du ruissellement mensuel. 

La méthode développée avait une plus grande précision de prédiction comparée à une méthode 

d'autorégression, un réseau neuronal artificiel, une machine d'apprentissage extrême avec 

algorithme génétique et avec l'algorithme PSO, suggérant que l'ELM-IPSO est une méthode 

efficace pour la prédiction des débits mensuels. Adnan et al. (2019) ont examiné la capacité de 

prédiction et d'estimation d'une nouvelle méthode heuristique, le modèle de machine 

d'apprentissage extrême élagué de manière optimale (OP-ELM), pour les débits journaliers des 

stations de Fujiangqiao et de Shehang sur la rivière Fujiang. La précision de la prédiction de la 

méthode OP-ELM est comparée à d'autres modèles, comme le système d'inférence neuro-floue 

adaptatif - optimisation par essaims de particules (ANFIS-PSO), MARS et M5Tree. Les résultats 

globaux indiquent que la méthode OP-ELM peut être utilisée avec succès pour prédire et estimer 

le débit journalier. Lima et al. (2016) ont amélioré un modèle ELM développé dans une nouvelle 

version appelée machine d'apprentissage extrême séquentielle en ligne (OS-ELM) pour la prévision 

de plusieurs échelles de débit de rivière au Canada. Le même modèle OS-ELM a été développé 

pour la prévision des inondations dans le cadre d'une surveillance horaire du débit des cours d'eau. 

Les résultats du modèle ELM amélioré ont démontré une performance de prédiction notable 

(Yadav et al., 2016) 

II.1.5.2 Am®lioration de la performance du mod¯le ELM par transformation en ondelettes 

des variables dôentr®e. 

Siddiqi et al. (2021) ont créé un modèle hybride en combinant l'ELM et l'ANN avec une ondelette 

pour prédire le débit mensuel moyen du barrage de Tarbela sur la rivière Indus. Les modèles 

hybrides se sont révélés plus performants que les modèles individuels pour la prédiction du débit. 

Li and Cheng (2014) ont proposé un modèle combinant les réseaux neuronaux à ondelettes et 

l'ELM (WNN-ELM) pour la prévision des débits à un mois d'échéance. La transformée en 

ondelettes à trous est utilisée pour décomposer la série temporelle originale des débits en plusieurs 

sous-séries. Ces sous-séries sont ensuite utilisées comme entrées pour les SLFN couplés à 
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l'algorithme ELM (SLFNs-ELM) ; la sortie est le débit observé à l'étape suivante. À des fins de 

comparaison, les SLFNs-ELM et la machine à vecteurs de support (SVM) sont également utilisés. 

Les résultats indiquent que le SLFNs-ELM est légèrement plus performant que le SVM pour 

l'estimation des débits de pointe, et que le modèle proposé WNN-ELM fournit des prévisions plus 

précises. 

II.1.6 R®seau r®current ¨ m®moire court et long terme (LSTM) 

Vu et al. (2023) ont utilisé plusieurs modèles d'apprentissage profond, notamment le MLPNN, le 

réseau neuronal convolutif (CNN), LSTM et le transformateur, pour prédire le débit des cours d'eau 

à différentes échelles de temps sur la base des variables météorologiques et des indices climatiques 

observés (c'est-à-dire le débit, le niveau de l'eau, les précipitations et la température) de 1979 à 

2019. Les résultats indiquent que la LSTM est très performante pour la prévision des débits pendant 

les saisons sèches et humides, tandis que le transformateur n'est pas recommandé pour la prévision 

à long terme, en particulier pendant la saison sèche. Tounsi et al. (2023) ont visé à évaluer les 

performances spatio-temporelles des techniques basées sur l'apprentissage automatique pour 

simuler le débit des cours d'eau à l'échelle continentale en utilisant le modèle LSTM. L'ensemble 

de données utilisé est dérivé de l'expérience d'estimation des paramètres du modèle (MOPEX), qui 

englobe 438 bassins versants à travers les États-Unis. MOPEX possède le plus long enregistrement 

de données (55 ans) comparé à d'autres ensembles de données, ce qui le rend très approprié pour 

l'entraînement des LSTM. L'impact de l'incorporation de la fraction de verdure (GF) de la 

végétation dans le modèle LSTMGF a été évalué. Les résultats indiquent que la LSTMGF est plus 

performante que la LSTM dans les zones où la variation saisonnière de la couverture végétale est 

importante. De plus, les résultats montrent que l'utilisation de données étendues (MOPEX) a 

renforcé les performances de la LSTM. Hosseinzadeh et al. (2023) ont utilisé des modèles de 

prévision basés sur l'apprentissage automatique, notamment RFR, LSTM, la moyenne mobile 

intégrée autorégressive saisonnière (SARIMA) et Facebook Prophet (PROPHET), pour prévoir 24 

mois à l'avance le débit naturel du site de Lees Ferry, situé dans la partie inférieure du bassin 

supérieur du fleuve Colorado (UCRB) aux États-Unis. Rahimzad et al. (2021) et Hu et al. (2020) 

ont mené des études comparant la précision des modèles LSTM pour les prévisions horaires et 

quotidiennes des débits à d'autres modèles basés sur des données tels que LR, MLPNN et SVR. 

Les résultats des deux études indiquent que le modèle LSTM a atteint la plus grande précision, 



 CHAPITRE II                                                                                                                                         Etat de l'art 

39 

 

 

même jusqu'à 6 heures avant la prédiction du débit. Kratzert et al. (2018) ont étudié le potentiel du 

modèle LSTM pour la modélisation du ruissellement d'un certain nombre de bassins versants avec 

des observations météorologiques. Les résultats ont montré que LSTM était capable de prédire le 

ruissellement avec une précision comparable au modèle de référence bien établi. Hsu et al. (1997), 

Carriere et al. (1996) et Rumelhart et al. (1985) ont réalisé les premières études utilisant les RNN 

pour modéliser les débits des cours d'eau. Les premiers auteurs ont testé l'utilisation des RNN dans 

des conditions de laboratoire et ont démontré leur utilisation potentielle pour des applications 

basées sur des événements. 

II.1.6.1 Optimisation ¨ l'aide de la combinaison du mod¯le LSTM avec des algorithmes 

d'optimisation ou des m®taheuristiques 

Vatanchi et al. (2023) ont proposé des techniques avancées d'apprentissage profond pour prévoir 

le débit des cours d'eau. L'application de ces méthodes à la prévision du débit à long terme est une 

question qui a reçu moins d'attention. Quatre modèles, dont les systèmes d'inférence neuro-floue 

adaptatifs (ANFIS), ANN, la mémoire bidirectionnelle à court terme (BiLSTM) et l'hybride réseau 

neuronal convolutif (CNN) - unité récurrente gérée (GRU) - LSTM, sont appliqués pour prévoir le 

débit journalier à long terme sur le fleuve Colorado aux États-Unis. Les auteurs montrent que les 

modèles BiLSTM et CNN-GRU-LSTM ne sont pas plus performants que les autres ; une 

comparaison de ces modèles avec ANN et ANFIS montre clairement que leur performance n'est 

pas meilleure. Kilinc (2022a) a proposé une approche hybride intégrant les réseaux de mémoire à 

long terme (LSTM) et l'algorithme PSO pour la prévision du débit quotidien des cours d'eau. À 

cette fin, l'auteur a employé trois stations hydrologiques dans l'étude le long du bassin de l'Oronte, 

respectivement Karasu, Demirkºpr¿ et Samandaĵ. Des m®thodes statistiques telles que la 

régression linéaire et le modèle plus classique de moyenne mobile intégrée autorégressive 

(ARIMA) ont été utilisées au cours du processus de comparaison pour évaluer les performances de 

la méthode proposée et démontrer sa capacité prédictive supérieure. Les résultats ont démontré 

l'efficacité et la supériorité du modèle hybride LSTM-PSO proposé pour la prévision des débits de 

cours d'eau quotidiens. Kilinc and Haznedar (2022) ont proposé une approche hybride, intégrant 

des réseaux de mémoire à long et court terme (LSTM) et un algorithme génétique (GA), pour 

prévoir le débit quotidien de l'Euphrate en Turquie. La régression linéaire a été utilisée dans le 

cadre du processus de comparaison pour évaluer les performances de la méthode proposée et 

démontrer sa capacité prédictive supérieure. La comparaison des résultats de la prévision des débits 
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journaliers a révélé l'efficacité et les performances supérieures du modèle LSTM-GA. Lin et al. 

(2021) ont développé un modèle hybride, le modèle DIFF-FFNN-LSTM, pour prédire le débit 

horaire. Le modèle comprend trois composantes, la différence de premier ordre (DIFF), le FFNN 

et LSTM. Appliqué au bassin d'Andun en Chine, le modèle DIFF-FFNN-LSTM proposé donne de 

très bons résultats dans la prévision du débit horaire. La comparaison avec cinq autres modèles 

d'apprentissage automatique (d'une complexité ou d'une structure de modèle similaire) et quatre 

modèles statistiques montre la supériorité du modèle DIFF-FFNN-LSTM proposé. Feng et al. 

(2021) ont proposé un nouveau modèle amélioré de LSTM appelé LN-LSTM-PSO en intégrant la 

normalisation des couches (LN), le r®seau LSTM et l'optimisation par lôalgorithme PSO afin 

d'améliorer la précision des prévisions. L'application du modèle amélioré proposé est illustrée à 

l'aide de données hydrologiques et météorologiques du bassin de la rivière Jiulong dans la province 

de Fujian, en Chine, afin de tester la précision du modèle. Les résultats indiquent que le modèle 

proposé est très précis. Le modèle amélioré de prévision du ruissellement surpasse un modèle de 

régression à vecteur de support, un réseau neuronal artificiel, un réseau neuronal récurrent et un 

réseau à mémoire à long terme. 

II.1.6.2 Am®lioration de la performance du mod¯le LSTM par transformation en 

ondelettes des variables d'entr®e    

Chakraborty and Biswas (2023) ont appliqué des modèles de prévision du débit basés sur les 

réseaux de neurones artificiels (ANN) et les réseaux de mémoire à long terme (LSTM) à trois 

stations hydrologiques, TeestaBazaar, Domohani et Mekhliganj, dans le bassin de la rivière Teesta, 

en Inde, pour différents délais. La transformée en ondelettes a été combinée aux modèles ANN et 

LSTM pour développer deux modèles hybrides : le réseau neuronal artificiel basé sur les ondelettes 

(WANN) et le modèle WLSTM. Les résultats obtenus ont prouvé que les modèles hybrides 

proposés sont largement efficaces pour la prédiction des flux. Ni et al. (2020) ont développé deux 

modèles hybrides, basés sur un réseau de mémoire à long terme (LSTM), pour la prévision des 

débits mensuels et des précipitations. L'un des modèles, WLSTM, applique un algorithme de 

transformée en ondelettes pour décomposer les séries, et l'autre, convolutif LSTM (CLSTM), 

associe un réseau neuronal convolutif pour extraire les caractéristiques temporelles. La précision 

de prédiction du WLSTM et du CLSTM a été comparée à celle du MLPNN et du LSTM. Les 

résultats indiquent que le LSTM est applicable à la prédiction de séries temporelles, mais que le 

WLSTM et le CLSTM sont des alternatives supérieures. Liu et al. (2020) ont utilisé un réseau 
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neuronal profond pour prédire le débit mensuel de la station hydrologique de Hankou sur le fleuve 

Yangtze. Cette méthode combine l'algorithme de décomposition en mode empirique (EMD) avec 

une architecture de mémoire à long terme de l'encodeur-décodeur (En-De-LSTM). La technique 

EMD peut lire et décomposer les données originales en plusieurs composantes de fréquence 

différentes, ce qui permet au modèle de faire des prédictions à long terme plus efficacement. Le 

réseau neuronal En-De-LSTM basé sur la LSTM peut rapprocher la prédiction de la valeur 

observée du débit de pointe grâce à la lecture, à l'entraînement, à la mémorisation des informations 

utiles et à l'oubli des données inutiles. Les résultats ont démontré la fiabilité de cette méthode pour 

prédire le débit mensuel des rivières. 

Conclusion 

Dans ce chapitre, on a exposé les techniques utilisées pour la prédiction des débits des cours d'eau 

à différents pas de temps, en se basant sur les modèles d'intelligence autonome et les modèles 

hybrides les plus couramment utilisés dans la littérature. Dans le présent travail, nous intéressons 

particulièrement au développement des différents modèles d'intelligence artificielle proposés pour 

la prédiction des débits dans le bassin du Cheliff, au nord de l'Algérie. 
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Introduction 

Les réseaux neuronaux artificiels (ANN), l'apprentissage automatique (ML) et les machines à 

vecteurs de support de régression (SVR) sont des outils puissants qui peuvent être utilisés pour les 

prévisions hydrologiques. Grâce à leurs propriétés de modélisation non linéaires et flexibles, ces 

outils possèdent un potentiel important pour modéliser et prévoir des séries temporelles non 

linéaires et non stationnaires par rapport à d'autres techniques. Dans l'ensemble, les algorithmes 

métaheuristiques et les transformations en ondelettes constituent un outil prometteur pour 

améliorer les performances des modèles d'intelligence artificielle pour la prévision hydrologique. 

Toutefois, il est important d'examiner attentivement le problème spécifique avant de les appliquer. 

Pour cette raison, des techniques dôintelligences artificiel autonomes et des mod¯les hybrides basés 

sur lôalgorithme m®taheuristique des chauves-souris (Bat) et transformée en ondelettes discrète à 

maximum de recouvrement (MODWT) ont été utilisées dans cette étude pour développer des 

modèles de prévision de d®bit ¨ lô®chelle mensuelle et journali¯re. 

III.1 Les R®seaux de Neurones Artificiels 

III.1.1 Historique 

Le développement du concept des systèmes neuronaux artificiels (ANN) s'articule autour de quatre 

phases principales (Park & Lek, 2016): 

¶ Préhistoire (1943-1958) : Warren McCulloch et Walter Pitts créent le premier neurone 

artificiel en 1943. Ce modèle simple de neurone permettait d'effectuer des opérations 

logiques simples. Au cours des années suivantes, d'autres chercheurs ont développé des 

modèles plus complexes de neurones et de réseaux neuronaux(Abraham, 2002). 

¶ Premiers développements (1959-1969) : En 1959, Frank Rosenblatt a mis au point le 

Perceptron, un réseau neuronal à une seule couche qui pouvait être entraîné à classer des 

modèles simples. Le Perceptron a constitué une avancée majeure, mais il s'est avéré par la 

suite incapable d'apprendre des modèles plus complexes (Peters, 2005). 

¶ L'effondrement de la recherche sur les réseaux neuronaux (1970-1986) : L'échec du 

Perceptron a entraîné un déclin de la recherche sur les réseaux neuronaux. Toutefois, 

certains chercheurs ont continué à travailler sur le problème et, à la fin des années 1970, de 
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nouvelles techniques d'entraînement des réseaux neuronaux ont été mises au point 

(Schmidhuber, 2015). 

¶ Renaissance des réseaux neuronaux (1987-aujourd'hui) :  À la fin des années 1980, les 

réseaux neuronaux ont connu un regain de popularité. Cela est dû en partie au 

développement de nouveaux algorithmes de formation, tels que la rétropropagation, et à la 

disponibilité d'ordinateurs plus puissants. Aujourd'hui, les réseaux neuronaux sont utilisés 

dans une grande variété d'applications, notamment la reconnaissance d'images, le traitement 

du langage naturel et la traduction automatique (Tan & Lim, 2018). 

III.1.2 Du neurone biologique au neurone artificiel 

III.1.2.1 Neurone biologique 

Un neurone biologique est l'unité structurelle et fonctionnelle du système nerveux. C'est une cellule 

qui reçoit et transmet des signaux à différentes parties du corps. Les neurones sont généralement 

classés en trois types selon leur fonction (Sharp et al., 1993) : 

¶ Les neurones sensoriels : Ces neurones détectent les stimuli de l'environnement, tels que 

la lumière, le son et le toucher. 

¶ Neurones moteurs : Ces neurones contrôlent les muscles et d'autres organes. 

¶ Interneurones : Ces neurones relient les neurones sensoriels et les neurones moteurs. 

Chaque neurone se compose de trois parties principales : 

¶ Le corps cellulaire : C'est la plus grande partie du neurone. Il contient le noyau et d'autres 

organites. 

¶ Les dendrites : Ce sont les prolongements ramifiés du corps cellulaire. Elles reçoivent des 

signaux d'autres neurones. 

¶ L'axone : il s'agit d'un prolongement long et fin du corps cellulaire. Il transmet les signaux 

à d'autres neurones. L'axone d'un neurone est recouvert d'une gaine de myéline. Cette 

dernière est constituée de cellules graisseuses qui isolent l'axone et contribuent à accélérer 

la transmission des signaux. 
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Figure III.1 Repr®sentation sch®matique dôun neurone biologique (Chekroun, 2009) 

Les neurones communiquent entre eux par l'intermédiaire de synapses. Une synapse est un petit 

espace entre l'axone d'un neurone et la dendrite d'un autre neurone. Lorsqu'un signal électrique 

atteint l'extrémité de l'axone, il provoque la libération de substances chimiques appelées 

neurotransmetteurs. Ces derniers traversent la synapse et se lient aux récepteurs de la dendrite de 

l'autre neurone. Cette liaison des neurotransmetteurs aux récepteurs entraîne la génération d'un 

signal électrique dans l'autre neurone (Solaiman & Richard, 2003) (Figure III.1). 

III.1.2.2 Le Neurone Artificiel 

Un neurone artificiel est un modèle mathématique d'un neurone biologique. C'est l'unité de base 

d'un réseau neuronal artificiel. Les neurones artificiels s'inspirent du fonctionnement des neurones 

biologiques, mais ils sont beaucoup plus simples. Un neurone artificiel se compose de trois parties 

principales (Dreyfus, 1998): 

¶ Les entrées : Les entrées sont les signaux que le neurone reçoit d'autres neurones. 

¶ Les poids : Les poids sont les coefficients qui sont multipliés par les entrées. 

¶ Biais : le biais est une valeur constante qui est ajoutée à la somme pondérée des entrées. 

La somme pondérée des entrées passe par une fonction d'activation pour produire la sortie du 

neurone. La fonction d'activation détermine la manière dont le neurone réagit à ses entrées. La 

sortie d'un neurone artificiel peut être utilisée comme entrée pour d'autres neurones ou comme 

sortie du réseau. Les neurones artificiels sont connectés les uns aux autres dans un réseau. Ces 

connexions entre les neurones sont appelées synapses. Ces derniers ont des poids qui sont ajustés 
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au cours du processus d'apprentissage. Le processus d'apprentissage est la manière dont le réseau 

neuronal artificiel apprend à effectuer une tâche. Le réseau est formé sur un ensemble de données 

contenant les sorties souhaitées pour un ensemble donné d'entrées. Le réseau ajuste ses poids et ses 

biais jusqu'à ce qu'il produise les sorties souhaitées pour les données d'apprentissage (Parizeau, 

2004)(Figure III.2). 

 

Figure III.2 Repr®sentation sch®matique dôun neurone artificiel (Laqrichi, 2015) 

Où ὼ, ὼ, ὼȣὼ sont les entrées, ὡ , ὡ , ὡ ȣὡ  sont les poids, • est la fonction 

d'activation. Mathématiquement, comme l'illustre la figure III.2, chaque neurone reçoit des entrées 

sous forme vectorielle puis il calcule une somme pondérée de ses entrées pour que le résultat passe 

ensuite par la fonction d'activation afin de créer une sortie. 

III.1.3 Fonction dôactivation 

Dans un réseau de neurones artificiels, la fonction d'activation est une fonction mathématique qui 

est appliquée à la sortie d'un neurone. La fonction d'activation permet au neurone de calculer sa 

sortie en fonction de ses entrées. Il existe de nombreuses fonctions d'activation différentes, chacune 

ayant ses propres avantages et inconvénients (Sharma et al., 2017). Certaines des fonctions 

d'activation les plus courantes sont les suivantes : 

¶ La fonction sigmoïde : La fonction sigmoïde est une fonction non linéaire qui prend une 

valeur comprise entre 0 et 1. Elle est souvent utilisée dans les réseaux de neurones de 

classification. 

¶ La fonction tangente hyperbolique : La fonction tangente hyperbolique est une fonction 

non linéaire qui prend une valeur comprise entre -1 et 1. Elle est souvent utilisée dans les 

réseaux de neurones de régression. 
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¶ La fonction ReLU : La fonction ReLU est une fonction non linéaire qui est égale à x si x 

est positif et à 0 si x est négatif. Elle est souvent utilisée dans les réseaux de neurones 

profonds. 

Le choix de la fonction d'activation dépend de la tâche que le réseau de neurones est censé effectuer. 

Par exemple, si le réseau de neurones doit effectuer une tâche de classification, il faut utiliser une 

fonction d'activation qui prend une valeur comprise entre 0 et 1. Si le réseau de neurones doit 

effectuer une tâche de régression, il faut utiliser une fonction d'activation qui prend une valeur 

comprise entre -1 et 1 (Pratiwi et al., 2020). 

III.1.4 Choix et structure dôun r®seau de neurones artificiel 

III.1.4.1 Choix dôun r®seau de neurones artificiel 

Le choix d'un réseau de neurones artificiels dépend de plusieurs facteurs, notamment de la méthode 

d'apprentissage utilisée et de l'objectif à atteindre (May et al., 2011). Les principaux types de 

réseaux de neurones artificiels sont les suivants : 

¶ Réseaux de neurones feedforward : Les neurones sont organisés en couches, et les 

informations circulent de la couche d'entrée à la couche de sortie, sans boucle de rétroaction. 

Ce type d'architecture est couramment utilisé dans des tâches telles que la classification 

d'images ou la prédiction de valeurs numériques (Svozil et al., 1997). 

¶ Réseaux de neurones récurrents (RNN) : Les RNN sont utilisés pour des tâches telles 

que la traduction automatique ou la génération de texte (Sherstinsky, 2020). 

¶ Réseaux de neurones convolutifs (CNN) : Ils sont utilisés principalement pour le 

traitement d'images et de vidéos. Les CNN sont basés sur des filtres qui permettent de 

détecter des motifs spécifiques dans les données (Kattenborn et al., 2021). 

¶ Réseaux de neurones auto-organisés : Ils sont utilisés pour la visualisation de données 

multidimensionnelles et l'apprentissage non supervisé. Ces réseaux sont capables 

d'apprendre et de représenter les caractéristiques intrinsèques des données sans étiquettes 

(Carpenter & Grossberg, 1991). 

Le choix du réseau de neurones dépendra donc de l'objectif de l'application, des données à traiter 

et des performances attendues. Il est important de bien choisir les données, leur nature et leur 

pertinence pour un bon apprentissage. 
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III.1.4.2 Structure dôun r®seau de neurones artificiel 

La structure d'un réseau de neurones artificiel peut varier selon plusieurs paramètres, dont la 

topologie des connexions entre les neurones, la fonction d'agrégation, la fonction de seuillage et 

l'algorithme d'apprentissage (Pedrycz, 1993), On distingue généralement deux principales 

structures de réseau : 

 Les réseaux de neurones feedforward (ou non bouclés) : 

Les réseaux de neurones non bouclés sont un type de réseau de neurones artificiels dans lequel les 

neurones ne sont connectés que dans une seule direction, de l'entrée à la sortie. Ils sont l'un des 

types de réseaux de neurones les plus simples et les plus courants (Yuan et al., 2020) (Figure III.3). 

La structure d'un réseau de neurones feedforward est composée de plusieurs couches de neurones, 

où chaque couche est connectée à la couche suivante. Les neurones de la première couche sont 

connectés aux neurones de la deuxième couche, et ainsi de suite. La couche d'entrée est connectée 

aux neurones de la couche cachée, et la couche cachée est connectée aux neurones de la couche de 

sortie. Les neurones d'une couche sont connectés par des synapses, qui ont des poids associés. Les 

poids sont ajustés pendant le processus d'apprentissage pour que le réseau de neurones puisse 

effectuer la tâche souhaitée (Svozil et al., 1997). 

Le processus d'apprentissage d'un réseau de neurones feedforward est appelé entraînement 

supervisé. Pendant l'entraînement, le réseau de neurones reçoit un ensemble de données 

d'entraînement, qui contient des données d'entrées et de sorties. Le réseau de neurones utilise les 

données d'entrée pour générer des sorties. Les sorties sont ensuite comparées aux sorties souhaitées, 

et les poids sont ajustés pour réduire l'erreur. Ce processus est répété jusqu'à ce que le réseau de 

neurones puisse générer des sorties suffisamment proches des sorties souhaitées. Une fois qu'un 

réseau de neurones feedforward a été formé, il peut être utilisé pour générer des sorties pour de 

nouvelles entrées (Bebis & Georgiopoulos, 1994). Les sorties générées par le réseau de neurones 

sont basées sur les données d'entrée et de sortie utilisés pour l'entraînement. 
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Figure III.3 R®seau de neurones non boucles (Salhi, 2015) 

 Les réseaux de neurones récurrents (ou bouclés, ou dynamiques) : 

Un réseau de neurones récurrent (RNN) est un type de réseau de neurones artificiels dans lequel 

les connexions entre les neurones forment des boucles, permettant ainsi aux informations de 

circuler dans les deux sens. Les RNN sont constitués d'unités (neurones) interconnectées 

interagissant non-linéairement et pour lequel il existe au moins un cycle dans la structure 

(Salehinejad et al., 2017). La structure d'un RNN est composée de plusieurs couches de neurones, 

chacune ayant un nombre variable de neurones et étant connectée aux couches adjacentes (Medsker 

& Jain, 2001). Les RNN sont capables de prendre en compte l'historique des données grâce à leurs 

boucles de rétroaction, ce qui leur permet de modéliser des dépendances temporelles.  Les RNN 

peuvent être entraînés à l'aide d'algorithmes tels que la rétropropagation du gradient, qui ajuste les 

poids des connexions pour minimiser l'erreur de prédiction (Figure III.4). 

 

Figure III.4 R®seau de neurone boucl® (Chiang et al., 2004) 
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III.1.5 Apprentissage des R®seaux de Neurones 

L'objectif de l'apprentissage des réseaux de neurones est de minimiser l'écart entre les sorties réelles 

du réseau et les sorties désirées, en modifiant les paramètres du réseau par étapes successives 

(Sinitsin et al., 2020). L'apprentissage vise à rendre les sorties du réseau aussi proches que possible 

des sorties souhaitées pour les exemples utilisés lors de l'apprentissage. Les techniques 

d'apprentissage des réseaux de neurones sont des algorithmes d'optimisation qui cherchent à ajuster 

les paramètres du réseau pour réduire l'erreur entre les prédictions du réseau et les sorties désirées. 

L'apprentissage des réseaux de neurones se déroule par étapes itératives, appelées itérations. À 

chaque itération, les exemples d'entraînement sont présentés au réseau, les prédictions sont 

comparées aux sorties désirées, et les poids des connexions sont ajustés en fonction de l'erreur. Ce 

processus est répété jusqu'à ce que le réseau atteigne un niveau de performance satisfaisant. Au fur 

et à mesure de l'apprentissage, la sortie du réseau de neurones s'adapte de manière plus précise aux 

données, ce qui lui permet de généraliser et de faire des prédictions précises sur de nouvelles 

données. L'apprentissage permet au réseau de capturer les motifs et les relations dans les données 

d'entraînement, ce qui lui permet de faire des inférences sur des données similaires (Hinton, 1992). 

Il existe de nombreux types de r¯gles dôapprentissage qui peuvent °tre regroup®es en trois 

catégories (Singh & Chauhan, 2009) : lôapprentissage supervisé, non supervisé, et renforcé. 

III.1.5.1 Apprentissage Supervis® 

L'apprentissage par réseau neuronal supervisé est un type d'apprentissage automatique dans lequel 

le réseau est formé sur un ensemble de données comprenant la sortie souhaitée pour chaque entrée. 

Le réseau apprend à faire correspondre les données d'entrée à la sortie souhaitée en ajustant ses 

poids et ses biais  (Cunningham et al., 2008; Osisanwo et al., 2017). 

III.1.5.2 Apprentissage non Supervis® 

L'apprentissage non supervisé des réseaux neuronaux est un type d'apprentissage automatique dans 

lequel un réseau neuronal est formé sur des données non étiquetées. Le réseau neuronal n'a pas 

connaissance de la sortie souhaitée pour les données d'entrée, il doit donc découvrir par ses propres 

moyens des modèles et des relations dans les données (Osisanwo et al., 2017). 
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III.1.5.3 Apprentissage Renforc® 

L'apprentissage renforcé des réseaux neuronaux est une méthode d'apprentissage qui utilise des 

récompenses et des pénalités pour former un modèle de réseau neuronal (Lin, 1992). Cette 

technique rappelle l'apprentissage supervisé, à la différence toutefois qu'au lieu de fournir au réseau 

les résultats souhaités, il reçoit un rang (ou score) correspondant à une mesure de la performance 

du réseau après quelques itérations. 

III.1.6 Algorithme de R®tro-Propagation 

L'algorithme de rétropropagation est un algorithme largement utilisé pour l'apprentissage des 

réseaux neuronaux de type feedforward. Il consiste à calculer le gradient de la fonction de perte 

par rapport à chaque poids via la règle de la chaîne, en calculant le gradient couche par couche. 

L'algorithme est utilisé pour former efficacement un réseau neuronal par le biais d'une méthode 

appelée règle de la chaîne. En termes simples, après chaque passage en avant d'un réseau, la 

rétropropagation effectue un passage en arrière tout en ajustant les paramètres du modèle (poids et 

biais) (Rojas & Rojas, 1996). Le principe de l'algorithme de rétropropagation repose sur des 

opérations algébriques linéaires courantes, telles que l'addition de vecteurs, la multiplication d'un 

vecteur par une matrice, etc. L'algorithme de rétropropagation considère tous les neurones du 

réseau de la même manière et calcule leurs dérivés à chaque passage en arrière (Leonard & Kramer, 

1990). Il est utilisé pour calculer rapidement les dérivés et constitue un outil mathématique 

important pour améliorer la précision des prédictions dans les domaines de l'exploration de données 

et de l'apprentissage automatique. Les poids sont mis à jour rétroactivement, de la sortie à l'entrée, 

afin de minimiser autant que possible la différence entre les sorties souhaitées et les sorties 

effectives du système. 

III.1.7 Conception d'un R®seau de Neurones Artificiels 

La conception d'un réseau de neurones artificiels implique plusieurs étapes (Palmer et al., 2006) 

(Figure III.5), telles que  : 

¶ Définir l'objectif du réseau de neurones et les données d'entrée et de sortie attendues. 

¶ Choisir l'architecture du réseau, c'est-à-dire le nombre de couches et le nombre de neurones 

dans chaque couche. 

¶ Choisir la fonction d'activation pour chaque neurone. 
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¶ Initialiser les poids des connexions entre les neurones. 

¶ Diviser les données en ensembles d'entraînement, de validation et de test. 

¶ Entraîner le réseau de neurones sur l'ensemble d'entraînement en utilisant un algorithme 

d'apprentissage, tel que la rétropropagation du gradient. 

¶ Valider le réseau de neurones sur l'ensemble de validation pour ajuster les hyperparamètres, 

tels que le taux d'apprentissage et le nombre d'itérations. 

¶ Tester le réseau de neurones sur l'ensemble de test pour évaluer sa performance. 

Il est important de noter que la conception d'un réseau de neurones peut varier en fonction de la 

nature de la tâche à accomplir et de la complexité des données. Les étapes ci-dessus sont donc 

générales et peuvent être adaptées en fonction des besoins spécifiques (Frasconi et al., 1998). 

 

Figure III.5 Organigramme de conception dôun r®seau de Neurones (Rafik, 2020) 

III.2 Les perceptrons Multicouches MLPNN 

L'architecture du modèle MLPNN, basée sur le réseau neuronal biologique humain, est construite 

avec trois types de couches (c'est-à-dire entrée, cachée et sortie) et également avec des neurones 
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comme unités de traitement dans chaque couche, cette technique peut capturer la relation non 

linéaire entre les sorties et les entrées. Les données d'entrée sont transmises au réseau de manière 

progressive (Figure III.6). La relation entre les réseaux neuronaux est assurée par des poids de 

connexion adaptés entre les couches correspondantes. Les neurones indépendants sont associés aux 

neurones des couches successives. En outre, les neurones indépendants additionnent les signaux 

d'entrée, puis délivrent les signaux de sortie à l'aide d'une fonction d'activation puissante. Les 

fonctions d'activation les plus utilisées sont les modèles non linéaires de la sigmoïde et de la 

tangente hyperbolique. L'ajustement des poids de connexion est également effectué lors de la phase 

d'apprentissage sur la base de l'algorithme de rétropropagation (BP) en propageant l'erreur vers les 

couches arrière afin de réduire la variance des valeurs observées et calculées (Kim et al., 2012; 

Shoaib et al., 2019; Zounemat-Kermani et al., 2020). 

 

Figure III.6 Structure du perceptron Multicouches (MLPNN) 

Un neurone dôun perceptron multicouche se caractérise par trois concepts : son état, ses connexions 

avec d'autres neurones, et sa fonction d'activation. 

Ὓ Ὢὃ Ὢ ὡ Ὓ ὄ                                                                                                   )))Ȣρ 

Avec : 

Ὓ: L'ensemble des états possibles des neurones ; 

Ὓ: L'état du neurone j, où Ὓ‭ Ὓ ; 

Ὢ: Fonction d'activation associée au neurone j ; 
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ὃ: Activité du neurone j ; 

ὡ : Poids de la connexion entre les neurones j et k ; 

ὄ : Le biais 

La construction d'un réseau de neurones multicouches consiste à choisir le nombre de neurones et 

leurs fonctions de transfert, les connexions déterminer par les neurones, et à fixer les poids de ces 

derniers. L'attrait de cette approche réside dans le fait qu'en ne changeant que les poids des 

connexions, on peut utiliser une vaste gamme de fonctions différentes, et qu'il existe une méthode 

générique pour régler les poids des connexions, appelée règle d'apprentissage. 

III.3 R®seaux de neurones ¨ fonction de r®gression g®n®rale (GRNN) 

Le modèle de réseau de neurone à fonction de régression générale (GRNN), développé par Specht 

(2002), est un réseau neuronal feedforward supervisé. Il s'agit d'un réseau neuronal probabiliste et 

d'une forme modifiée du réseau neuronal à fonction de base radiale (RBFN). Comme la montre la 

figure III.7, le modèle GRNN se compose de quatre couches, à savoir la couche d'entrée, la couche 

cachée et la couche de sommation qui contient deux types de neurones différents : le premier type 

est le numérateur Nu et le second type est le dénominateur De, ainsi que la couche de sortie. Les 

neurones des couches d'entrée, cachée et de sommation sont entièrement connectés, tandis que le 

nîud de la couche de sortie n'est connect® qu'¨ certains nîuds de la couche de sommation 

(Cigizoglu & Alp, 2006; Diop et al., 2018; Ma et al., 2022).  

 

Figure III.7 Architecture dôun r®seau de neurones GRNN 



 CHAPITRE III                                                                                              Mod¯les d'intelligence artificielle 

55 

 

 

En supposant une variable aléatoire ὢ et la fonction de densité de probabilité (PDF) conjointe, 

Ὣὢȟώ, la régression de ὣ sur ὼ peut s'écrire sous la forme de l'équation ()))Ȣς) : 

Ὢώȿὢ
᷿ ώὫὢȟώὨώ

᷿ ὫὢȟώὨώ
                                                                                     )))Ȣς  

Où Ὢώȿὢ  représente l'espérance conditionnelle de la sortie y correspondant à la variable d'entrée 

ὢ. La PDF conjointe, Ὣὢȟώ, n'est généralement pas identifiée et peut être fournie par l'estimateur 

à noyau gaussien : 

Ὣὢȿώ
ρ

ὲς“ Ⱦ „
Ὡὼὴ

Ὀ

ς„
 Ὡὼὴ

ώ ώ

ς„
                  )))Ȣσ         

Ὀ ὢ ὢ ὢ ὢ                                                                                         )))Ȣτ  

Où n est le nombre de données observées, q est la taille de la variable aléatoire X et ů est le 

paramètre de lissage. Le modèle GRNN conventionnel peut être formulé à l'aide des équations 

()))Ȣς) et ()))Ȣσ) et la version générale du GRNN peut être réalisée comme suit : 

Ὣὢ
В ώὩὼὴ

Ὀ
ς„

В Ὡὼὴ 
Ὀ
ς„

                                                                                       )))Ȣυ  

Avec   

ὔόὔόάïὶὥὸὩόὶώὩὼὴ
Ὀ

ς„
                                                               )))Ȣφ  

Et  

ὈὩὈïÎÏÍÉÎÁÔÅÕÒ Ὡὼὴ
Ὀ

ς„
                                                                 )))Ȣχ  

 

Dans laquelle Ὣὢ  est la fonction d'estimation de la probabilité pour y(x). 
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III.4 R®gression par processus gaussien (GPR) 

Le modèle de régression par processus gaussien (GPR) est une technique de modélisation 

probabiliste robuste. Il s'agit d'un modèle de régression non paramétrique qui utilise le concept de 

lissage spatial (Rasmussen & Williams, 2006). L'avantage du cadre des processus gaussiens (GP) 

est que, sans connaissance préalable des données et des dépendances fonctionnelles, les modèles 

de bruit peuvent être formés à l'aide de transactions matricielles. Dans l'approche du maximum de 

vraisemblance ou l'approche bayésienne, les hyperparamètres qui contrôlent la forme du GP 

peuvent être prédits à partir des données, ce qui conduit finalement à une formation de 

"détermination automatique de la pertinence" (Zhu et al., 2019). Dans l'ensemble de données 

présentés, Ὓ ὥȟᾀ , avec a comme données d'entrée pour le modèle GP et z comme données 

de sortie. Un GP définit la fonction C comme une distribution gaussienne conjointe, 

où ὅὥ ȟὅὥ ȟȣȟὅὥ , peut constituer un ensemble de variables aléatoires (Figure III.8). 

 

Figure III.8 Le mod¯le de r®gression par processus gaussien (GPR) 

De plus, un GP est entièrement défini par sa fonction moyenne m (a) et sa fonction de Ὧ ὥȟὥ .  

Par conséquent, le GP s'écrit comme suit : 

ὅὥ ὋͯὖάὥȟὯ ὥȟὥ                                                                                             )))Ȣψ    

Pour tenir compte du bruit dans la valeur mesurée z, nous pouvons construire le modèle standard 

du problème GPR (Karbasi, 2018; Rasmussen & Williams, 2006): 
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ᾀ ὅὥ ‭ȟὭ ρȣȟὲ                                                                                               )))Ȣω  

Le bruit ‭ suit une distribution gaussienne indépendante et identiquement distribuée, de moyenne 

zéro et de variance „ : 

‭ͯ πȟ„                                                                                                                                  )))Ȣρπ  

III.5 Machine d'apprentissage extr°me (ELM) 

Une machine d'apprentissage extrême (ELM) est un algorithme de formation pour un réseau 

neuronal feedforward à couche unique (SLFN) introduit par (Huang, Chen, et al., 2006; Huang, 

Zhu, et al., 2006). L'ELM a été proposé dans le but d'améliorer la vitesse de l'algorithme de 

formation pour le réseau neuronal artificiel (RNA) autonome et de le rendre très rapide. Cette 

amélioration a été obtenue en divisant les paramètres du modèle en deux parties (Figure III.9) : (i) 

les poids et les biais reliant les neurones d'entrée aux neurones cachés sont initialisés de manière 

aléatoire et (ii) les poids et les biais reliant les couches cachées aux couches de sortie sont 

déterminés analytiquement à l'aide d'un algorithme prédéfini minimisant la fonction de perte carrée. 

Étant donné un ensemble de données d'apprentissage 5 comportant un ensemble d'entrées ὼ et de 

sorties ώ avec une taille d'échantillon ὔ comme suit (Li et al., 2021; Ren et al., 2021; Zehai et al., 

2021): 

5 ὼȟώ ᶰὙ                                                                                                        )))Ȣρρ  

ὼ ὼȟὼȟὼȟỄȟὼ                                                                                              )))Ȣρς  

ώ ώȟώȟώȟỄȟώ                                                                                              )))Ȣρσ  

Où ὼ et ώ sont les variables d'entrée et de sortie, ὔ est le nombre d'échantillons d'apprentissage, ὒ 

est la dimension de l'entrée et ὓ est la dimension de la sortie. L'expression mathématique de 

l'algorithme ELM peut être exprimée comme suit (Sun & Yang, 2022; Wang et al., 2021):    

ώ Ὢὼ ὡ ὫϽ ὡ ὼ ‍                                                       )))Ȣρτ  

Où ᾀ désigne le nombre de neurones cachés, Ὣ correspond à la fonction d'activation sigmoïde ; ὡ  

est la matrice de poids entre les neurones d'entrée et les neurones cachés, ὡ  est le poids de sortie 
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entre les neurones cachés et les neurones de sortie, ‍ le biais du neurone caché, et ὼ  est la variable 

d'entrée Ὥ liée au neurone caché Ὦ. La couche cachée Ὄ peut être exprimée comme suit (Sun & 

Yang, 2022; Wang et al., 2021; Zehai et al., 2021): 

 

(

ừ
Ử
Ử
Ừ

Ử
Ử
ứ
ὫϽ ὡ ὼ ‍ Ễ ὫϽ ὡ ὼ ‍

ễ Ễ ễ

ὫϽ ὡ ὼ ‍ Ễ ὫϽ ὡ ὼ ‍

ữ
Ử
Ử
Ữ

Ử
Ử
ử

                             )))Ȣρυ  

Les poids de sortie du modèle ELM peuvent être calculés comme suit (Song et al., 2021) : 

‍ Ὄ ὣ                                                                                                                                )))Ȣρφ  

Où Ὄ  désigne l'inverse généralisé de Moore-Penrose de la matrice Ὄ (Sun & Yang, 2022; Wang 

et al., 2021; Zehai et al., 2021). 

 

Figure III.9 Structure du mod¯le dôune machine d'apprentissage extr°me (ELM) 

III.6 Un r®seau ¨ m®moire ¨ long terme (LSTM) 

Les modèles universels à base d'ANN ne peuvent pas utiliser les informations acquises lors du pas 

de temps précédent pour modéliser le problème du pas de temps actuel. Ce phénomène constitue 
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l'une des principales lacunes des modèles universels basés sur les réseaux neuronaux. Un réseau 

neuronal récurrent (RNN) tente d'apporter une solution à ce problème en utilisant les informations 

transmises d'une étape à l'étape suivante du système. Le RNN associe donc les informations 

antérieures au problème actuel. En outre, l'utilisation d'informations antérieures peut faciliter la 

compréhension du problème actuel (Abdel-Nasser & Mahmoud, 2019).  

Un RNN a été un choix précieux pour la modélisation des dynamiques temporelles et séquentielles. 

Cependant, étant donné qu'il a des problèmes de disparition et d'explosion, il est difficile pour un 

RNN universel d'entraîner la dynamique à long terme (Gers & Schmidhuber, 2001). (Hochreiter & 

Schmidhuber, 1997) ont proposé la mémoire à long terme (LSTM), une version étendue du réseau 

neuronal récurrent standard (RNN), pour améliorer la mémoire en augmentant les interactions 

supplémentaires par module (ou cellule). Étant donné que la LSTM combine une dynamique à 

temps discret dans le système interne du RNN, la LSTM est plus performante pour trouver les 

dépendances à long terme (Elman, 1990).  En outre, la LSTM est un système récurrent puissant 

conçu pour surmonter les problèmes d'explosion du gradient lors de l'apprentissage de la fiabilité 

à long terme. Globalement, ce problème peut être évité en utilisant un carrousel d'erreurs constantes 

(CEC) (Fischer & Krauss, 2018; Sherstinsky, 2020; Van Houdt et al., 2020). 

La théorie principale de LSTM peut être définie comme une cellule de mémoire qui peut contenir 

l'information organisée dans le temps par des unités de porte spéciales. Les niveaux cachés de la 

LSTM comprennent des architectures plus complexes et plus difficiles, et caractérisent la réponse 

de l'information comme une série de modules simples répétés par rapport à ceux du RNN standard. 

En outre, l'architecture de la LSTM se compose d'un bloc de mémoire avec des portes d'entrée, 

d'oubli et de sortie (Cheng et al., 2017; Han et al., 2019; Zakhrouf et al., 2023). La porte d'entrée 

contrôle le signe d'activation dans la cellule de mémoire. Cette division de la LSTM forme la 

situation dans laquelle l'information contenue doit être améliorée. La porte d'oubli vise à 

réorganiser les cellules de mémoire en ignorant les données précédentes lorsque les parties 

spéciales de l'état de la cellule doivent être modifiées par des informations plus récentes à l'aide 

d'une fonction d'activation. En outre, la porte de sortie forme et choisit les données qui seront 

diffus®es pour transf®rer les activations au dernier nîud du niveau de sortie (Hua et al., 2019; 

Shahid et al., 2020). La conception du modèle LSTM est indiquée à la figure III.10. 
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Figure III.10 la structure de la mod®lisation LSTM (Bakhshi Ostadkalayeh et al., 2023) 

Soit ὢ ὢȟὢȟȣȟὢ  représente une entrée séquentielle et ώ ώȟώȟȣȟώ  la chaîne de 

sortie, la porte des oubliés est une condition principale qui affiche si les données actuelles doivent 

être oubliées ou remémorées. En fonction d'une période de temps ὸ, il est possible d'effectuer le 

calcul suivant (Fang et al., 2021) : 

Ὢ „ὡ ὢ ὡ Ὤ ὦ                                                                                                       )))Ȣρχ 

Où ὡ  et ὡ  sont respectivement la matrice de poids de l'oubli et la matrice de poids de l'oubli-

caché, ὦ est le biais de la porte de l'oubli, et „ est la fonction sigmoïde. La porte d'entrée Ὥ conclut 

la mise à jour des données et ὅ mémorise les données actualisées : 

Ὥ „ὡ ὢ ὡ Ὤ ὦ                                                                                                       )))Ȣρψ 

ὅ ὸὥὲὬὡ ὢ ὡ Ὤ ὦ                                                                                              )))Ȣρω 

Où ὡ  et ὡ  représentent la matrice de poids, les vecteurs de biais de la porte d'entrée et l'état 

de la cellule de mise à jour sont représentés par ὦ et ὦ, en série. Après cela, le nouvel état de la 

cellule de mémoire ὧ est mis à jour comme suit : 

ὧ Ὢ  zὧ Ὥ ὅz                                                                                                                      )))Ȣςπ 
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Où ὧ  est l'état antérieur de la cellule de mémoire et où  zindique le produit élément par élément. 

À la fin, la porte de sortie gère les activations de sortie. La couche cachée envoyée à un stade 

ultérieur est spécifiée comme suit : 

Ὤ έ  zÔÁÎÈ ὧ                                                                                                                              )))Ȣςρ 

έ „ὡ ὢ ὡ Ὤ ὦ                                                                                                      )))Ȣςς 

Où la matrice de poids de sortie apparaît via ὡ , ὡ  est la matrice de poids cachée en sortie et 

ὦ est le biais de la porte de sortie. 

III.7 Optimisation des mod¯les ELM bas®s sur des algorithmes 

m®taheuristiques avanc®s 

La méthode moderne des algorithmes d'optimisation s'inspire la plupart du temps de la nature, et 

l'algorithme qui en découle peut-être très varié. Néanmoins, tous les algorithmes tendent à être 

utilisés avec certaines des caractéristiques essentielles pour le calcul de la principale formule 

modernisée. Un très grand nombre d'algorithmes heuristiques et métaheuristiques (Lones, 2011) 

ont été dérivés sur la base des caractéristiques des systèmes biologiques et physiques de la nature. 

Par exemple, l'optimisation des essaims de particules (Kennedy & Eberhart, 1995) a été développée 

sur la base du comportement en essaim des oiseaux et des poissons, tandis que le recuit simulé 

(Kirkpatrick et al., 1983) est basé sur le processus de trempe du métal. 

III.7.1 Algorithme dôoptimisateur des chauves-souris (Bat) 

En 2010, Xin-She Yang a développé un algorithme métaheuristique inspiré de la nature des 

chauves-souris, appelé Bat Algorithm (Yang, 2010). Les micro-chauves-souris jouent un rôle 

crucial dans l'élaboration des principales caractéristiques de cet algorithme. Dans l'élaboration des 

principales caractéristiques de cet algorithme(Griffin, 2002). Les deux principaux paramètres qui 

sont utilisés dans cet algorithme sont les taux d'impulsion et l'émission, et les valeurs de ces deux 

paramètres peuvent être modifiées. Peuvent être ajustées. L'algorithme Bat utilise également la 

méthode de réglage de la fréquence, pour élargir la variété des solutions présentes dans la 

population, même si c'est en en même temps. Il utilise un zoom automatique qui tente d'ajuster 

l'exploration et l'exploitation tout au long du processus en imitant la méthode de l'algorithme Bat. 

Lôexploration et l'exploitation tout au long du processus en imitant la variation du flux des 
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battements de cîur et du volume sonore des chauves-souris pendant la chasse de leurs proies. 

L'écholocation des micro-chauves-souris est une capacité unique qui leur permet de repérer leurs 

proies et de séparer les différentes espèces de chauves-souris. Différentes sortes d'insectes dans 

l'obscurité totale. Ces excellentes caractéristiques rendent l'algorithme plus efficace avec un 

excellent démarrage rapide. 

III.7.2 Les caract®ristiques d'®cholocation des micro-chauves-souris 

- Toutes les micro chauves-souris utilisent l'écholocation pour trouver le sujet de leur choix 

(nourriture ou proie) et les obstacles. Ce comportement leur permet également de percevoir la 

distance et d'acquérir la capacité de distinguer la nourriture, les proies ou les obstacles. 

- Les chauves-souris volent aléatoirement avec une vitesse à n'importe quelle position avec une 

fréquence fixe, en variant la longueur d'onde et l'intensité sonore pour rechercher des proies 

(Griffin, 2002). 

- L'intensité sonore des micro-chauves-souris peut varier et passer d'une valeur positive importante 

à une valeur constante minimale (Griffin, 2002). 

- La gamme de fréquences correspond à une gamme de longueurs d'onde. 

 

Figure III.11 Exemple dô®cholocalisation (Charbonneau & Tremblay, 2010) 

III.7.3 Mouvement des chauves-souris virtuelles 

Les chauves-souris volent aléatoirement avec une vitesse ὺ à la position ὼ avec une fréquence 

fixe  Ὢ , en faisant varier la longueur d'onde ‗ et l'intensité sonore ὃ pour chercher des proies. 

Elles peuvent ajuster automatiquement la longueur d'onde (ou la fréquence) de leurs impulsions 
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émises. Longueur d'onde (ou fréquence) de leurs impulsions émises et ajuster le taux d'émission 

des impulsions ‎‐πȟρ, en fonction de la proximité de leur cible.  

Dans les simulations, les chauves-souris virtuelles ont leurs positions ὼ et leurs vitesses ὺ dans 

un espace de recherche d- dimensionnel au pas de temps t. dimensionnel au pas de temps t ; qui 

sont données par (Yang, 2010): 

Ὢ Ὢ Ὢ Ὢ ‍                                                                                                              )))Ȣςσ 

ὺ ὺ ὼ ὼz Ὢ                                                                                                                )))Ȣςτ 

ὼ ὼ ὺ                                                                                                                                     )))Ȣςυ 

Où ‍‐πȟρ est un vecteur aléatoire tiré d'une distribution uniforme. Ici ὼz est le meilleur 

emplacement global actuel (solution) qui est situé après avoir comparé toutes les solutions parmi 

tous les n chauves-souris. 

Après avoir sélectionné la meilleure solution actuelle parmi les autres solutions, l'équation ()))Ȣςφ) 

est utilisée pour générer une nouvelle solution pour chaque chauve-souris (Yang, 2010). 

ὼ ὼ ‐ὃ                                                                                                                              )))Ȣςφ 

L'intensité sonore moyenne de toutes les chauves-souris ὃ ὃ  est et ‐‐ρȟρ désigne un 

nombre aléatoire. 

III.7.4 Pseudo-code de l'algorithme Bat 

Sur la base d'approximations et d'une idéalisation des caractéristiques de l'écholocalisation, les 

étapes de base de l'algorithme de la chauve-souris (BA) peuvent être résumées sous forme de 

pseudo-code comme suit (Figure III.12) (Yang, 2010) : 
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Figure III.12 Pseudo code de lôalgorithme des chauves-souris (Yang, 2010) 

III.7.5 Efficacit® de lôalgorithme Bat 

La réalisation de l'algorithme des chauves-souris répond à différents objectifs. Dans de nombreuses 

applications, l'algorithme des chauves-souris permet d'atteindre un certain objectif en utilisant une 

quantité minimale de matériaux. Les problèmes d'optimisation non linéaire ne sont pas aussi 

difficiles à résoudre que les problèmes d'optimisation topologique. Les résultats suggèrent que 

l'algorithme Bat s'est avéré capable de résoudre les problèmes d'optimisation non linéaire et 

topologique. À partir des caractéristiques clés et des équations de mise à jour, l'efficacité de 

l'algorithme Bat peut-être résumée dans les points suivants (Yang & He, 2013): 

III.7.5.1 R®glage de la fr®quence 

Les algorithmes Bat (Yang, 2010) utilisent l'écholocalisation et l'accord de fréquence pour résoudre 

différents types de problèmes. En réalité, il n'est pas possible d'utiliser directement 

l'écholocalisation, c'est pourquoi les variations de fréquence sont utilisées pour résoudre les 
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problèmes. Les variations de fréquence sont donc utilisées pour résoudre les problèmes. 

L'optimisation par essaims de particules et la recherche harmonique possèdent certaines 

fonctionnalités essentielles qui sont tirées des caractéristiques de l'accord de fréquence. Ces 

caractéristiques uniques placent l'algorithme Bat dans une position plus avancée que les autres 

techniques d'intelligence en essaim. 

III.7.5.2 Zoom Automatique 

L'algorithme Bat (Yang, 2010)  peut effectuer un zoom automatique, ce qui est utile pour trouver 

des solutions prometteuses en zoomant sur la région. Au début des itérations, l'algorithme Bat à un 

taux de convergence rapide grâce au zoom automatique qui permet de passer d'une région à l'autre, 

il a un taux de convergence rapide grâce au zoom automatique qui aide à passer de l'exploration à 

l'exploitation locale intensive, ce qui donne à l'algorithme Bat un taux de convergence élevé. 

Lôexploration ¨ l'exploitation locale intensive, ce qui donne à l'algorithme Bat un avantage 

significatif sur les autres algorithmes métaheuristiques. 

III.7.5.3 Contr¹le des param¯tres 

L'algorithme Bat (Yang, 2010) a plus de paramètres à contrôler. Certains de ces paramètres peuvent 

être initialisés avec des nombres aléatoires, mais d'autres paramètres sont définis en fonction de 

l'expérience. Parfois, un plus grand nombre de paramètres rend l'utilisation de l'algorithme Bat 

difficile pour les débutants, mais il est utile pour augmenter l'efficacité de l'algorithme Bat. Les 

valeurs des paramètres varient à chaque itération. Lorsque l'algorithme s'approche d'une solution 

optimale, cette technique de contrôle des paramètres solution optimale, cette technique de contrôle 

des paramètres permet de passer automatiquement de l'exploration à l'exploitation. De l'exploration 

à l'exploitation automatiquement. 

III.7.5.4 Le mod¯le hybride Bat-ELM 

Les algorithmes d'optimisation métaheuristiques (MOA) inspirés des processus naturels des 

insectes et des animaux pour améliorer les performances des modèles d'apprentissage automatique 

(ML) ont suscité un intérêt mondial au cours des dernières années, et l'ELM est l'un des nombreux 

modèles qui ont été combinés avec les MOA. Parmi les méthodes ELM hybrides, nous pouvons 

citer : l'ELM basé sur l'algorithme de la luciole (FFA-ELM) (Akhavan-Amjadi, 2020), l'ELM basé 
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sur l'algorithme de la colonie d'abeilles artificielle (ABC-ELM) (Alshamiri et al., 2016), l'ELM 

basé sur l'optimisation par essaims de particules (PSO-ELM) (Alshamiri et al., 2016), l'ELM basé 

sur l'optimisation hybride améliorée de la mite et de la flamme (HMFA-ELM) (Zhang et al., 2021) 

et l'ELM basé sur l'optimisation par colonies de fourmis (AC-ELM) (Sheoran et al., 2020). 

Pour améliorer les performances du modèle ELM, nous avons adopté dans la présente étude 

l'algorithme Bat, ce qui peut être réalisé en prenant en compte les paramètres du modèle, c'est-à-

dire les poids et les biais. Comme la montre la figure III.13, chaque chauve-souris peut être 

considérée comme une solution des paramètres ELM et sélectionnée sur la base de l'évolution de 

la fonction d'aptitude calculée à partir des sorties mesurées et prédites. L'organigramme du modèle 

hybride Bat-ELM est présenté dans la figure III.13. 
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Figure III.13 Organigramme du mod¯les hybride Bat-ELM propos® 
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III.7.6 Les Machines A Vecteurs De Support (SVM) 

III.7.6.1 Introduction 

Les machines à vecteurs de support sont des machines d'apprentissage supervisé basées sur la 

théorie de l'apprentissage statistique qui peuvent être utilisées pour la reconnaissance des formes 

et la régression introduite par (Cortes & Vapnik, 1995). La théorie de l'apprentissage statistique 

permet d'identifier assez précisément les facteurs à prendre en compte pour apprendre avec succès 

certains types d'algorithmes simples. Toutefois, les applications du monde réel nécessitent 

généralement des modèles et des algorithmes plus complexes (tels que les réseaux neuronaux), ce 

qui les rend beaucoup plus difficiles à analyser sur le plan théorique. En effet, un SVM peut être 

considéré comme un algorithme linéaire dans un espace à haute dimension. Le SVM fonctionne 

par l'identification de l'hyperplan qui sépare le mieux les deux classes de données. L'hyperplan est 

une ligne ou un plan dans un espace à N dimensions qui divise les données en deux régions, chaque 

région contenant tous les points de données d'une classe (Figure III.14). L'algorithme SVM 

recherche l'hyperplan qui présente la marge maximale, c'est-à-dire la distance entre l'hyperplan et 

les points de données les plus proches de chaque classe. Les points de données les plus proches de 

l'hyperplan sont appelés vecteurs de support. Ces points sont les plus importants pour le modèle 

SVM, car ils déterminent la position de l'hyperplan. 

Le SVM est un puissant algorithme d'apprentissage automatique qui peut être utilisé pour résoudre 

une grande variété de problèmes. Il est particulièrement bien adapté aux problèmes où les données 

sont linéairement séparables, mais il peut également être utilisé pour des données non linéairement 

séparables à l'aide de fonctions noyau. 
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Figure III.14 Un exemple de classification par SVM (Bouaziz, 2017) 

III.7.6.2 Les SVM pour la R®gression (SVR) 

(Smola, 1996) a ajouté des fractions de régression à la version originale du modèle SVM et a créé 

une nouvelle version du SVM pour résoudre les problèmes de régression et de prévision appelée 

régression à vecteur de support (SVR). L'idée principale du modèle SVR est de trouver la fonction 

de dépendance Ὢὼ qui utilise toutes les données (inputs ὢ / output ώ) en ce qui concerne la 

précision la plus minimale possible (Smola, 1996). La figure III.15 donne la configuration 

structurelle du modèle SVR. 

La fonction de régression du SVR est exprimée sous la forme : 

Ὢὼ ύ  zהὼ ὦ                                                                                                                          )))Ȣςχ 

Où ; Ὢ est la fonction de régression, ה est la fonction de transfert, ύ et ὦ sont respectivement le 

poids et le biais. Le problème de régression peut être déclaré comme ; 

Minimiser                                           ᴁύᴁ ὅВ ‚ ‚ᶻ                                              )))Ȣςψ 

En fonction de                                    

ώ Ὢὼ ‐ ‚

Ὢὼ ώ ‐ ‚ᶻ

‚ȟ‚ᶻ πȟὭ ρȟςȟσȣȟὔ
                                           )))Ȣςω 

Où : ὅ est le paramètre de pénalité, ‚ et ‚ᶻ correspondent aux variables de relâchement et ‐ est la 

valeur limite. 
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Figure III.15 Structure d'un mod¯le de SVR. 

En utilisant les multiples lagrangiens, le problème d'optimisation se convertit largement en 

programmation quadratique et une solution de fonction de régression non linéaire peut être donnée 

comme suit : 

Ὢὼ ὥ ὥᶻὑὼȟὼ ὦ                                                                                              )))Ȣσπ 

Où ὑὼȟὼ  est la fonction de noyau et ὥȟὥᶻsont les variables doubles 

Il existe plusieurs fonctions du noyau, telles que la fonction de base linéaire, polynomiale, fonction 

de base radiale (RBF) et sigmoïde. Les fonctions disponibles du noyau peuvent être résumées 

comme suit : 

¶ Linéaire ὑὼȟὼ  ὼὼ 

¶ Polynomiale ὑὼȟὼ ὰ ὼὼ  

¶ Fonction de base radiale   ὑὼȟὼ Ὡὼὴ‎ᴁὼ ὼᴁ  

¶ Sigmoïde ὑὼȟὼ ὸὥὲὬ‌ὼὼ ‏  

Où : Ὠ, ‎, ‌ et ‏ sont les paramètres de la fonction de noyau. 

III.8 Transformation en ondelettes 

Grossmann et Morlet ont introduit la transformée en ondelettes (WT) en 1984 (Meyers et al., 1993). 

Elle à été inspiré des travaux de Jean Morlet, un géophysicien qui avait mis au point une fonction 

ressemblant à une ondelette, appelée "ondelette de Marr"(Kronland-Martinet, 1988). L'ondelette 
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de Grossmann-Morlet est une ondelette plus générale qui peut être utilisée pour analyser une plus 

grande variété de signaux. WT est une outille puissante pour analyser les signaux qui ont à la fois 

des composantes temporelles et fréquentielles. Il s'agit d'une généralisation de la transformée de 

Fourier (FT), qui décompose un signal en ses fréquences constitutives (Ho et al., 1995). Cependant, 

la transformée en ondelettes présente l'avantage de pouvoir localiser à la fois le temps et la 

fréquence des composantes d'un signal. La transformée en ondelettes a été utilisée dans un large 

éventail d'applications, notamment l'analyse des données, le traitement des signaux, l'imagerie et 

la compression des données. 

La transformée en ondelettes permet de capturer les propriétés des séries temporelles qui offrent 

un avantage de maîtriser le problème de non-stationnarité rencontré par l'intelligence artificielle 

simple ou les modèles linéaires (Shoaib et al., 2014). Le WT décrit une fonction oscillatoire de 

longueur finie. À mesure que la transformation est calculée pour chaque composante spectrale, la 

largeur de la fonction d'ondelette varie, ce qui permet à la transformation en ondelettes d'analyser 

des données non stationnaires. La taille variable de la fenêtre dans la transformée en ondelettes 

permet d'obtenir des informations plus précises sur le temps et la fréquence d'un signal. Dans la 

transformation en ondelettes, la fonction d'ondelettes est utilisée pour décomposer les données de 

la série temporelle en différentes composantes à différents niveaux de résolution (Manimaran et 

al., 2005). La fonction d'ondelette ɣ(t), appel®e ondelette m¯re, a une ®nergie finie et est 

mathématiquement définie comme suit : 

ɰὸὨὸπ                                                                                                                                   )))Ȣσρ 

Où ɰ ὸ est la fonction d'ondelette et peut être obtenue par l'équation suivante : 

ɰ ὸ ȿὥȿɰ
ὸ ὦ

ὥ
ὥȢὦ ‭ ὙȢὃ π                                                                                    )))Ȣσς 

Les paramètres ὥ et ὦ sont des nombres réels ; ὥ est le paramètre d'échelle ou de fréquence ; ὦ est 

le paramètre de translation. Par conséquent, WT est une fonction de deux paramètres ὥ et ὦ. Le 

paramètre ὥ est interprété comme un facteur d'expansion ὥ ρ ou de contraction  ὥ ρ de la 

fonction d'ondelette ɰὸ correspondant à différentes échelles (Zhang & Zhang, 2019). Ce 

paramètre ὦ est interprété comme une translation ou un décalage temporel de la fonction ɰὸ. 

Pour analyser les données temporelles, il est possible de procéder soit par translation (déplacement 
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de l'ondelette à différents endroits le long de l'axe temporel des données), soit par contraction ou 

étirement de l'ondelette (appelée mise à l'échelle ou dilatation) afin de transformer les données 

considérées. 

III.8.1 Types de transformation en ondelettes 

III.8.1.1 Transform®e continue en ondelettes 

CWT est l'outil d'analyse temps-fréquence le plus couramment utilisé, qui utilise une famille de 

fonctions d'ondelettes pour décomposer un signal dans le domaine temps-fréquence (AguiarȤ

Conraria & Soares, 2014; Grossmann et al., 1990). Elle hérite et développe l'idée de localisation 

de la STFT, mais contrairement à la STFT, CWT peut fournir une résolution temporelle élevée et 

une résolution basse fréquence dans les hautes fréquences, ainsi qu'une résolution haute fréquence 

et une résolution temporelle basse dans les basses fréquences en ajustant les paramètres d'échelle 

et de translation. Formellement, la CWT est définie comme suit : 

ὅὡὝȟ ὸ Ὢὸ
ρ

Ѝὥ
ɰᶻ
ὸ ὦ

ὥ
Ὠὸ                                                                                     )))Ȣσσ 

L'expression ὅὡὝȟ représente le coefficient d'ondelette. * correspond au conjugué complexe de 

la fonction, la fonction d'ondelette ou ondelette mère se référant à ɰὸ. Toute la gamme de signaux 

est analysée par la fonction d'ondelette en utilisant deux paramètres, à savoir ὥ et ὦ. Les paramètres 

ὥ et ὦ sont respectivement appelés paramètres de dilatation (échelle) et de translation (position). 

Alors que Ὢὸ représente les données temporelles originales à transformer. L'ondelette ɰὸet la 

fonction Ὢὸ de l'équation ()))Ȣσσ) sont intégrées sur l'ensemble de la plage de données 

temporelles, ce qui, d'un point de vue mathématique, s'appelle une convolution. En CWT, la 

fonction d'ondelette d'analyse ɰὸ compare les données temporelles à transformer à différentes 

échelles et à différents endroits (Sinha et al., 2005). 

III.8.1.2 Transform®e discr¯te en ondelettes 

La transformée en ondelettes discrète (DWT) a été introduite pour la première fois à la fin des 

années 1980 par (Daubechies, 1988) et (Mallat, 1989). DWT est une implémentation utilisant un 

ensemble discret d'échelles et de translations d'ondelettes obéissant à certaines règles. Cette 

transformée décompose le signal en un ensemble d'ondelettes mutuellement orthogonales. 
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L'analyse DWT consiste à effectuer une comparaison locale d'un signal avec des motifs 

d'ondelettes, à la manière d'un microscope mathématique permettant de zoomer sur le signal à 

différentes échelles. Les bases orthonormales d'ondelettes permettent une analyse multirésolution 

basée sur des algorithmes de décomposition et de reconstruction très rapides pour un signal discret 

fini (Daubechies, 1992). Il s'agit de fonctions produites par le processus de dilatation et de 

translation d'une fonction d'ondelette mère ɰὸ, qui est donnée comme suit : 

ɰ Ƞ 

ὸ ὦ

ὥ
ὥ

ὸ ὲὦὥ

ὥ
                                                                                                )))Ȣστ 

Où ά et ὲ sont des entiers qui régissent respectivement l'échelle/la dilatation et la translation de 

l'ondelette ; ὥ est un pas d'échelle fin spécifié supérieur à 1 ; et ὦ est le paramètre d'emplacement 

et doit être supérieur à zéro. 

III.8.2 Transform®e en ondelettes discr¯te ¨ maximum de recouvrement 

La transformée en ondelettes discrète à recouvrement maximal (MODWT) présente des 

caractéristiques similaires à celles de la transformée en ondelettes discrète (DWT) en ce sens que 

des filtres passe-bas et passe-haut sont appliqués au signal d'entrée à chaque niveau (Lark & 

Webster, 2001). Toutefois, la transformée MODWT ne décime pas les coefficients et le nombre de 

coefficients d'ondelettes et de mise à l'échelle est identique au nombre d'observations d'échantillons 

à chaque niveau de la transformée (Percival & Walden, 2000). En d'autres termes, les coefficients 

MODWT sont le résultat d'une simple modification de l'algorithme pyramidal utilisé dans le calcul 

des coefficients DWT, qui consiste à ne pas réduire l'échantillonnage de la sortie à chaque échelle 

et à insérer des zéros parmi les coefficients dans les filtres d'échelonnement et d'ondelettes 

(Barzegar et al., 2021). C'est pourquoi la TCDM est également appelée TCD non décimée, TCD 

stationnaire, TCD invariante en translation et TCD invariante dans le temps.  

Le MODWT décompose la série temporelle Xt en une composante d'approximation (ὃȟ) à l'aide 

d'un filtre passe-bas Ὣȟ ὫȟȾς
Ⱦ  et en une composante de détail (Ὀȟ) à l'aide d'un filtre passe-

haut (Ὤȟ ὬȟȾς
Ⱦ) où  Ὣȟ et Ὤȟ sont jth de MODWT (Seo et al., 2017). Selon Percival et Walden 

(2000), le MODWT est donné par les équations ci-dessous : 
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ὢ Ὀ ὃ                                                                                                                                   )))Ȣσυ 

Ὀȟ Ὤȟ ὡ ȟ                                                                                                                   )))Ȣσφ 

ὃȟ Ὣȟ ὠȟ                                                                                                                    )))Ȣσχ 

Le MODWT perd en orthogonalité et en efficacité de calcul. Le MODWT présente certains 

avantages par rapport au DWT : 

¶ Le MODWT peut traiter n'importe quelle taille d'échantillon. 

¶ Les coefficients lisses et détaillés de l'analyse multirésolution MODWT sont associés à des 

filtres à phase nulle. 

¶ Elle est invariante par rapport à la transformation, puisqu'un déplacement du signal ne 

modifie pas la structure des coefficients de la transformée en ondelettes. 

¶ Elle produit un estimateur de variance d'ondelette asymptotiquement plus efficace que la 

DWT. 

III.8.2.1 Les mod¯les hybrides ondelettes-intelligence artificielle. 

La présente étude propose une comparaison de quatre modèles ML et une évaluation de leurs 

performances dans le cadre de la modélisation et prédiction des séries temporelle (prédiction des 

d®bits journali¯re des cours dôeaux). Les quatre mod¯les seront respectivement le GPR, le LSTM, 

le GRNN et le MLPNN. Les performances des modèles seront évaluées selon deux scénarios : (i) 

modèles simples sans décomposition, c'est-à-dire GPR, LSTM, GRNN, MLPNN, (ii) modèles 

hybrides avec algorithme MODWT, c'est-à-dire GPR_MODWT, LSTM_MODWT, 

GRNN_MODWT, MLPNN_MODWT. L'organigramme du cadre de modélisation développé est 

résumé dans la figure III.16. 
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Figure III.16 Organigramme de la structure de mod®lisation propos®e pour la pr®vision des 

d®bits journaliers. 
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Dans la modélisation du débit des cours d'eau à l'aide de MODWT, MODWT décompose les 

signaux d'entrée originaux (données quotidiennes sur le débit des cours d'eau et les précipitations) 

en sous-signaux (composantes de détail et d'approximation). Les sous-signaux sont ensuite utilisés 

comme entrées dans les modèles simples, GPR, LSTM, GRNN et MLPNN. Comme la montre la 

figure III.16, les approches de modélisation de l'état des cours d'eau basées sur le MODWT 

consistent en un algorithme en trois étapes (Seo et al., 2017). L'algorithme est décrit comme suit : 

¶ Étape 1. Décomposition des signaux d'entrée originaux en sous-signaux (composantes de 

détail et d'approximation) à l'aide de MODWT. 

¶ Étape 2. Sélection des entrées efficaces parmi les sous-signaux. 

¶ Étape 3. Apprentissage et test de modèles uniques, GPR, LSTM, GRNN et MLPNN, à l'aide 

des entrées effectives. 

III.8.2.2 Choix dôune ondelette m¯re et lôordre avec le niveau de d®composition optimale 

Il existe de nombreuses familles d'ondelettes différentes, chacune avec ses propres avantages et 

inconvénients. Certaines familles d'ondelettes sont plus adaptées à la décomposition de signaux à 

haute fréquence, tandis que d'autres sont plus adaptées à la décomposition de signaux à basse 

fréquence. Certaines familles d'ondelettes sont également plus adaptées à la reconstruction de 

signaux avec un certain niveau de précision. D'après l'analyse de la littérature, la limitation de la 

DWT ou de la MODWT réside dans le bon choix de l'ondelette mère. Ainsi, dans cette recherche, 

les ondelettes mères les plus utilisées ont été employées et évaluées comme haar, Debauchies, 

Symlet, Coiflets et Fejer-Korovkin (Barzegar et al., 2021; Percival & Walden, 2000; Seo et al., 

2017).  

¶ Ondelettes de Haar :  

Toute discussion sur les ondelettes commence par l'ondelette de Haar, la première et la plus simple. 

L'ondelette de Haar est discontinue et ressemble à une fonction en escalier (Guf & Jiang, 1996). 

Elle représente la même ondelette que l'ondelette db1 de Daubechies. 

¶ Ondelettes de Daubechies :  

Ingrid Daubechies, l'une des étoiles les plus brillantes du monde de la recherche sur les ondelettes, 

a inventé ce que l'on appelle les ondelettes orthonormées à support compact, rendant ainsi possible 

l'analyse par ondelettes discrètes (Lina & Mayrand, 1995). Les noms des ondelettes de la famille 
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Daubechies s'écrivent dbN, où N est l'ordre et db le "nom de famille" de l'ondelette. L'ondelette 

db1, comme mentionné ci-dessus, est la même que l'ondelette de Haar. Elles s'écrivent dbN, où N 

= 1, 2, ..., 45 

¶ Ondelettes de Coiflets :  

Ces ondelettes sont conçues pour être plus localisées dans le domaine temporel que les ondelettes 

de Haar. Elles portent le nom de Jean-Pierre Antoine et Ingrid Daubechies, qui les ont introduites 

pour la première fois en 1991. Les Coiflets sont orthogonales, ce qui signifie qu'elles sont 

linéairement indépendantes. Elles sont également plus localisées dans le domaine temporel que les 

ondelettes de Haar, ce qui en fait un bon choix pour les applications où la localisation temporelle 

est importante, comme le traitement des signaux (Zaghden et al., 2006). Elles s'écrivent coifN, où 

N = 1, 2, ..., 5. 

¶ Ondelettes de Symlets : 

Les symlets sont des ondelettes presque symétriques proposées par Daubechies pour modifier la 

famille db. Les propriétés des deux familles d'ondelettes sont similaires (Chavan et al., 2011). Elles 

s'écrivent symN, où N = 2, 3, ..., 45. 

¶ Les ondelettes de Fejer-Korovkin  :  

Sont une famille d'ondelettes basées sur les noyaux de Fejer. Les noyaux de Fejer sont une famille 

de fonctions continues, à support compact et orthogonales (Hidayat et al., 2018). Les ondelettes de 

Fejer-Korovkin sont construites par dilatation et translation des noyaux de Fejer. Elles ont un 

support compact, sont orthogonales et ont de bonnes propriétés d'approximation.  Elles s'écrivent 

fkN, Où N = 4, 6, 8, 14, 18, 22. 

Le MODWT peut être utilisé pour effectuer une analyse multi-résolution (MRA) d'un signal (Chun 

et al., 2007). MRA est une technique qui décompose un signal en un ensemble de sous-bandes, 

chacune représentant le signal à une fréquence et une échelle de temps différentes (Doucoure et al., 

2016). Le MODWT est bien adapté à MRA car il utilise un banc de filtres non décimés, ce qui 

signifie que la longueur du signal reste constante à chaque niveau de décomposition. Cela permet 

de reconstruire le signal original à partir de ses coefficients décomposés, ce qui est nécessaire pour 

MRA. 
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Pour décomposer les signaux d'entrée à l'aide de MODWT, le niveau de décomposition doit être 

déterminé au préalable (Chidepudi et al., 2023). Le niveau L a été déterminé sur la base de 

l'équation ()))Ȣσψ) : 

,  ÉÎÔÌÏÇÎ                                                                                                                                     )))Ȣσψ 

Où ; L est le niveau de décomposition et N est la taille de la série chronologique. Int ; est la partie 

entière de Log (N),  

La longueur du signal peut influencer le niveau de décomposition approprié, Si le signal est très 

court, le niveau de décomposition doit être limité pour éviter une sur-décomposition.  

Conclusion 

Pour les prévisions hydrologiques, la sélection entre les techniques autonomes d'intelligence 

artificielle et les techniques hybrides dépend d'un certain nombre de facteurs, notamment la 

complexité du problème, les ressources informatiques, la disponibilité et la qualité des données, la 

sélection des algorithmes, le réglage des paramètres et la possibilité d'interprétation. Une 

compréhension approfondie de ces facteurs est nécessaire pour sélectionner l'approche la plus 

appropriée à un problème spécifique de prévision hydrologique. Ce chapitre a été consacrée à la 

pr®sentation des diff®rents model®s dôintelligence artificielle qui sont appliqu®es dans cette 

recherche pour la modélisation des débits journalier et mensuelles dans le bassin de Cheliff en 

Algérie. 
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Introduction  

L'Algérie est divisée en cinq bassins hydrographiques (Oranie-Chott Chergui, Chéliff-Zahrez, 

Algérois-Hodna-Soummam, Constantinois Seybousse-Mellegue et le bassin de Sahara), Ces 

bassins regroupent 17 grands bassins versants selon le découpage de l'Agence Nationale des 

Ressources en Eau. 

Le domaine dô®tude concerne le bassin de Cheliff au nord de lôAlg®rie ainsi que ces d®f®rents sous 

bassins étudiés, une présentation de ces caractéristiques géographiques, climatologique 

hydrographique sera abordé dans ce chapitre. 

IV.1 Pr®sentation du bassin de Cheliff 

Le bassin du Cheliff, situé au nord de l'Algérie, correspond à une cuvette intra montagneuse, est 

compris entre les longitudes 33°91' et 36°58' E et les latitudes 0°12' et 3°87' N. D'une superficie 

approximative de 43 750 km2, il couvre 77% de la superficie totale du bassin hydrographique 

Cheliff-Zahrez. Celui-ci est limité par la mer Méditerranée au nord, les hautes plaines au sud, le 

bassin algérien à l'est et le bassin oranais à l'ouest. Cette région bénéficie d'un climat méditerranéen 

semi-aride avec des étés chauds et des hivers froids. Les précipitations présentent une grande 

variabilité avec une tendance à la baisse (600 mm/an) du nord au sud et (300 mm/an) de l'est à 

l'ouest. La température moyenne annuelle diminue généralement du nord (18,7°C) au sud (14,2°C). 

La zone d'étude est drainée par le fleuve Cheliff, qui s'écoule sur une longueur de 750 km avant de 

se jeter dans la mer Méditerranée près de Mostaganem. La région hydrographique du bassin de 

Cheliff compartimenté naturellement en trois sous bassins versants (figure IV.1) : 

¶ Le cheliff en amont de bougazoul ; 

¶ Le haute et le moyen de cheliff ; 

¶ Le bas Chéliff et de Mina. 
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Figure IV.1 Situation g®ographique de Bassin de Cheliff au nord de l'Alg®rie. 

Cette étude portera essentiellement à cinq sous bassins versant situées dans le grand bassin de 

Cheliff. Selon la classification de l'ANRH, ces bassins sont répartis entre le bassin Bas Chéliff et 

de la Mina et le bassin de Haut moyen Cheliff. 

IV.1.1 Crit¯res de choix de zone dô®tude  

On a choisi les deux bassins de Haut et Moyen Cheliff et Bas Cheliff et de la Mina pour la 

disponibilité des données aux pas journaliers et mensuelles grâce aux stations pluviométrique et 

hydrométrique située dans la zone dô®tude. 

IV.1.1.1 Bas Ch®liff et de la Mina 

Le bassin du Bas Chéliff et de la Mina se situe dans la partie nord-ouest de l'Algérie. Il fait partie 

du grand bassin versant du Cheliff et constitue l'un des principaux affluents de l'Oued Cheliff. 

D'une superficie de 13150 km2, il est limité par le Cheliff moyen à l'Est, le bassin de la Macta à 

l'Ouest, le massif du Dahra au Nord et le Chott Ech Chergui au Sud.  Le bassin du Haut et Moyen 

Cheliff comprend 13 sous-bassins versants codifiés de 0124 à 0136, celui-ci contient un sous-bassin 

versant lier à la zone d'étude, le bassin de Tiguiguest (figure IV.2). 
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Figure IV.2 Carte des sous bassins du Bas Cheliff et de la Mina 

 Bassin versant dôOued Tiguiguest (0125) 

Située dans la partie nord-ouest du pays, son territoire est très étendu. Il est compris entre les 

longitudes 1° et 2°0' E et entre les latitudes 35° et 35°50' N.  Il est limité au nord par le sous bassin 

de Oued Rhiou Tleta, à l'ouest par les sous bassins dôOued Djiouia et Oued Mina Moyenne, à l'est 

par le sous bassin dôOued Sly et au sud par le sous bassin de Oued Mina Amont (figure IV.3). 

L'oued Tiguiguest s'étend sur une superficie de 1617.56 km2. Des massifs montagneux, parallèles 

à la côte, séparés par des zones de basse altitude ou par des plaines. Les conditions climatiques de 

cette région sont tempérées et généralement chaudes. Les précipitations moyennes dans ce bassin 

sont plus ®lev®es en hiver qu'en ®t®. La temp®rature moyenne annuelle est de lôordre de 16,6°C. 

Les précipitations annuelles moyennes sont de 487 mm. 
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Figure IV.3 Situation g®ographique de sous bassin dôOued Tiguiguest. 

IV.1.1.2 Haut et Moyen Cheliff  

Avec une superficie de 10 930 km2, le bassin versant du Haut et Moyen Cheliff est situé dans la 

partie centre-ouest de l'Algérie du Nord. Il s'étend de l'étranglement qui le sépare du sous-bassin 

en amont de Boughzoul jusqu'au seuil de Boukadir, où le bassin inférieur du Cheliff et de la Mina.  

Le bassin du Haut et Moyen Cheliff est composé de 11 sous-bassins codifiés de 0113 à 0123, il 

comprend quatre sous-bassins versants concernant la zone d'étude, le bassin du Cheliff Harreza, 

Oued Ebda, Oued Rouina Zeddine et le sous-bassin de Oued Ras Ouahrane (figure IV.4). 
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Figure IV.4 Carte des sous bassins du Haut et du Moyen Cheliff 

 Bassin versant dôOued Arib-Ebda (0118) 

Dans le Sud de la ville de Cherchell et dans le Nord de la ville d'Ain-Defla, le bassin s'étend sur 

une superficie de 661.45 km2. Il est compris entre les longitudes 1° et 2°3' E et entre les latitudes 

36° et 36°30' N. Il est formé d'une série de montagnes qui constituent une unité géographiquement 

relativement homogène de l'Atlas tellien septentrional (figure IV.5). Les   altitudes de ce bassin 

sont modérées, atteignant rarement 1 500 m. De par sa position géographique, il est soumis à un 

climat tempéré semi-aride. 
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Figure IV.5 Situation g®ographique de sous bassin dôOued Ebda 

 Bassin versant dôOued Rouina Zeddine (0119) 

D'une superficie de 891.46 km2, le bassin de Rouina est situé au sud du village de Rouina et au 

nord de la ville de Theniet el Had. Il est compris entre la longitude 1Á40ô et 2Á10' E et entre la 

latitude 35°50' et 36°10' N. Il appartient essentiellement à l'ensemble des bassins situés dans la 

zone de dépression à relief relativement large entre la chaîne de l'Atlas Tellien septentrional et 

l'Atlas Tellien méridional (figure IV.6). Il est caractérisé par une succession de dépressions 

comblées par des formations quaternaires et des reliefs miocènes du Cheliff (Miocène inférieur et 

Miocène supérieur), avec une altitude maximale de 1700m. 
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Figure IV.6 Situation g®ographique de sous bassin dôOued Rouina Zeddine 

 Bassin versant dôOued Ras Ouahrane (0122) 

Le bassin versant de l'Oued Ouahrane occupe une superficie de 1438.45 km2 et fait partie de la 

partie septentrionale du grand bassin du Cheliff (figure 1). Il est compris entre les longitudes 1° et 

1°3' E et entre les latitudes 36° et 36°24' N.  L'Oued Ouahrane est un affluent mineur de l'Oued 

Cheliff. Ce bassin (figure IV.7) est surveillé par trois stations pluviométriques et une station 

hydrométrique. Le bassin de l'Oued Ouahrane est limité à l'est par le bassin de l'Oued Fodda, à 

l'ouest par le bassin de l'Oued Ras, au nord par le bassin de l'Oued Allala et au sud par le bassin de 

l'Oued Sly. 
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Figure IV.7 Situation g®ographique de sous bassin dôOued Ras Ouahrane 

 Bassin versant dôOued Cheliff Harreza 

Le bassin versant de dôOued Cheliff Harreza fait partie du bassin de lôoued Cheliff. Situ® au nord-

ouest de lôAlg®rie, entre 02Á00ǋ et 02Á24ǋ de longitude Est, et entre 36Á00ǋ et 36Á30ǋ de latitude 

Nord. Le sous bassin dôOued Cheliff Harreza sô®tend sur une superficie de 756.70 kmĮ et un 

périmètre de 142 km (figure IV.8). 
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Figure IV.8 Situation g®ographique de sous bassin dôOued Cheliff Harreza 

IV.1.2 Etude g®omorphologique 

IV.1.2.1 Param¯tres g®om®triques 

a. Superficie et périmètre  

Les principaux paramètres des sous-bassins concernant la zone d'étude sont la superficie et le 

périmètre, lesquels sont obtenus par la technique de la digitalisation (Tableau IV.1).  

b. Paramètres de forme 

¶ Indice de compacité et de forme  

Le paramètre ὑ, appelé indice de compacité de Gravelius, peut exprimer une influence 

significative sur l'écoulement. La forme du bassin détermine la forme de l'hydrogramme de crue, 

où un bassin allongé ne réagira pas de la même manière qu'un bassin de forme compacte. On 

l'obtient par l'équation suivante : 

ὑ πȢςψ
ὖ

ЍὛ
                                                                                                                                           )6 ρ 
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Où : 

ὖȡ Périmètre du bassin versant (km) ; 

Ὓȡ Superficie du bassin versant (km²). 

Selon la valeur de Kc, le bassin versant à une forme bien déterminée. Ainsi : 

Si ὑ Ò 1 : implique que le bassin versant ¨ une forme circulaire. 

Si ὑ =1.12 : implique que le bassin versant à une forme carrée. 

Si ὑ >1.12 : implique que le bassin versant à une forme allongée. 

¶ Rectangle équivalent 

Sur le plan géométrique, le rectangle équivalent : également appelé rectangle de Gravelius, 

correspond à une transformation du bassin versant de manière strictement géométrique. Celui-ci 

prend une forme rectangulaire tout en gardant la même surface, le même périmètre, le même indice 

de compacité et donc la même répartition hypsométrique. 

Où : ὒ et ὰ sont respectivement la longueur et la largeur du rectangle équivalent ont données par 

les expressions suivantes : 

ὒ  
ὑЍὛ

ρȢρς
ρ ρ

ρȢρς

ὑ
                                                                                                        )6 ς 

ὰ  
ὑЍὛ

ρȢρς
ρ ρ

ρȢρς

ὑ
                                                                                                         )6 σ 

Son périmètre est défini par lô®quation suivante : 

ὖ ςz ὒ ὰ                                                                                                                                         )6 τ  

La superficie du rectangle équivalent est définie par : 

Ὓ ὒz ὰ                                                                                                                                                 )6 υ 
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Tableau IV.1 Indices de forme des sous-bassins versants du secteur d'®tude 

 

Basin 

Code 

sous-

bassin 

 

Sous-

bassin 

 

Superficie 

(Km2) 

 

P®rim¯tre 

(Km) 

Indice  

de 

compacit® 

Kc 

Rectangle 

®quivalent 

Longueur 

(Km) 

Largeur 

(Km) 

Bas 

Cheliff 

et 

La 

Mina 

 

 

0125 

 

 

Tiguiguest 

 

 

1617.56

 

  

 

 

197.10 

 

 

1.37 

 

 

77.74 

 

 

20.81 

 

 

 

 

Moyen 

et 

Haut 

Cheliff 

 

0117 

Cheliff 

Harrezal 

 

756.70  

 

142.46 

 

1.45 

 

58.24 

 

12.99 

 

0118 

 

Ebda 

 

 

661.45  

 

139.10 

 

1.51 

 

58.18 

 

11.37 

 

0119 

Rouina 

Zeddine 

 

891.46 

  

 

164.97 

 

1.55 

 

69.69 

 

12.79 

 

0122 

Ras 

Ouahrane 

 

1438.45 

 

 

224.52 

 

1.66 

 

97.51 

 

14.75 

 

Globalement, la zone d'étude présente des formes allongées à assez allongées permettant un 

écoulement lent, le relief étant cependant un facteur décisif. 

IV.1.2.2 Etude de relief 

Le relief a une influence significative sur l'écoulement des cours d'eau, et plusieurs paramètres 

géographiques et morphologiques entrent en jeu. Le relief est déterminé par les indices dont 

caractéristiques suivantes : 
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a. Courbe hypsométrique 

Elle représente la répartition de la surface du bassin versant en fonction de son altitude. L'abscisse 

indique la surface (ou le pourcentage de surface) du bassin versant qui se situe au-dessus (ou au-

dessous) de l'altitude donnée en ordonnée, indiquant ainsi la surface du bassin versant ou le 

pourcentage de surface, à partir d'une certaine altitude. 

En utilisant un modèle numérique de terrain conjointement avec un système d'information 

géographique (SIG) tel que ArcGIS, ainsi que le logiciel Global Mapper, les données relatives aux 

surfaces partielles, aux surfaces cumulées et aux altitudes correspondantes pour chacun des cinq 

sous-bassins ont été collectées et compilées. Les résultats de cette collecte sont présentés dans les 

tableaux IV.2 a IV.6. 

Tableau IV.2 R®partition hypsom®trique du bassin versant dôOued Rac Ouahrane 

 

NÁ Classe 

Classe 

dôaltitude 

Altitude 

Moyenne. 

Surfaces partielles Surfaces cumul®es 

Ὄ Ὄ  Ὄ ά  Ὓὑά  ὛϷ  ВὛὑά  ×ὛϷ  

1 63-100 81.5 131.74 9.16 131.74 9.16 

2 100-200 150 295.38 20.53 427.12 29.69 

3 200-300 250 326.05 22.67 753.17 52.36 

4 300-400 350 312.85 21.75 1066.02 74.11 

5 400-500 450 225.82 15.70 1291.84 89.80 

6 500-600 550 116.44 8.09 1408.28 97.90 

7 600-700 650 19.77 1.37 1428.05 99.27 

8 700-800 750 5.59 0.39 1433.64 99.66 

9 800-900 850 2.95 0.21 1436.59 99.87 

10 900-1000 950 1.44 0.10 1438.03 99.97 

11 1000-1100 1050 0.35 0.02 1438.38 99.99 

12 1100-1180 1140 0.13 0.01 1438.51 100.00 
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Figure IV.9 Courbe hypsom®trique du bassin versant de Oued Rac Ouahrane 

Tableau IV.3 R®partition hypsom®trique du bassin versant dôOued Rouina Zeddine 

 

NÁ 

Classe 

Classe 

dôaltitude 

Altitude 

Moyenne. 

Surfaces partielles Surfaces cumul®es 

Ὄ Ὄ  Ὄ ά  Ὓὑά  ὛϷ  ВὛὑά  ×ὛϷ  

1 183-200 191.5 1.30 0.15 1.30 0.15 

2 200-300 250 70.91 7.96 72.21 8.10 

3 300-400 350 110.38 12.39 182.59 20.49 

4 400-500 450 122.80 13.78 305.39 34.27 

5 500-600 550 143.12 16.06 448.50 50.33 

6 600-700 650 121.03 13.58 569.53 63.91 

7 700-800 750 88.21 9.90 657.74 73.81 

8 800-900 850 62.91 7.06 720.66 80.87 

9 900-1000 950 61.80 6.94 782.46 87.81 

10 1000-1100 1050 45.85 5.14 828.30 92.95 

11 1100-1200 1150 26.06 2.92 854.36 95.88 

12 1200-1300 1250 14.46 1.62 868.82 97.50 

13 1300-1400 1350 9.57 1.07 878.39 98.58 

14 1400-1500 1450 6.80 0.76 885.19 99.34 

15 1500-1600 1550 2.84 0.32 888.03 99.66 

16 1600-1700 1650 2.24 0.25 890.26 99.91 

17 1700-1782 1741 0.82 0.09 891.08 100.00 
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Figure IV.10 Courbe hypsom®trique du bassin versant dôOued Rouina Zeddine 

Tableau IV.4 R®partition hypsom®trique du bassin versant dôOued Ebda 

 

NÁ Classe 

Classe 

dôaltitude 

Altitude 

Moyenne. 

Surfaces partielles Surfaces cumul®es 

Ὄ Ὄ  Ὄ ά  Ὓὑά  ὛϷ  ВὛὑά  ×ὛϷ  

1 178-200 189 12.51 1.89 12.51 1.89 

2 200-300 250 128.98 19.50 141.49 21.40 

3 300-400 350 63.58 9.61 205.07 31.01 

4 400-500 450 64.99 9.83 270.06 40.84 

5 500-600 550 77.89 11.78 347.95 52.62 

6 600-700 650 89.99 13.61 437.94 66.23 

7 700-800 750 89.27 13.50 527.21 79.73 

8 800-900 850 70.51 10.66 597.72 90.39 

9 900-1000 950 38.26 5.79 635.98 96.18 

10 1000-1100 1050 14.82 2.24 650.81 98.42 

11 1100-1200 1150 4.47 0.68 655.28 99.09 

12 1200-1300 1250 1.67 0.25 656.95 99.35 

13 1300-1400 1350 2.06 0.31 659.01 99.66 

14 1400-1500 1450 2.05 0.31 661.06 99.97 

15 1500-1538 1519.5 0.21 0.03 661.27 100.00 
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Figure IV.11 Courbe hypsom®trique du bassin versant dôOued Ebda 

Tableau IV.5 R®partition hypsom®trique du bassin versant dôOued Cheliff Harreza 

 

NÁ Classe 

Classe 

dôaltitude 

Altitude 

Moyenne. 

Surfaces partielles Surfaces cumul®es 

Ὄ Ὄ  Ὄ ά  Ὓὑά  ὛϷ  ВὛὑά  ×ὛϷ  

1 203-300 251.5 217.82 28.80 217.82 28.80 

2 300-400 350 154.20 20.39 372.03 49.19 

3 400-500 450 137.57 18.19 509.59 67.38 

4 500-600 550 98.40 13.01 608.00 80.39 

5 600-700 650 71.41 9.44 679.41 89.83 

6 700-800 750 34.51 4.56 713.92 94.40 

7 800-900 850 15.66 2.07 729.58 96.47 

8 900-1000 950 6.91 0.91 736.50 97.38 

9 1000-1100 1050 3.80 0.50 740.30 97.88 

10 1100-1200 1150 4.08 0.54 744.38 98.42 

11 1200-1300 1250 4.98 0.66 749.36 99.08 

12 1300-1400 1350 4.79 0.63 754.14 99.71 

13 1400-1500 1450 1.93 0.26 756.08 99.97 

14 1500-1564 1532 0.23 0.03 756.30 100.00 
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Figure IV.12 Courbe hypsom®trique du bassin versant dôOued Cheliff Harreza 

Tableau IV.6 R®partition hypsom®trique du bassin versant dôOued Tiguiguest 

 

NÁ Classe 

Classe 

dôaltitude 

Altitude 

Moyenne. 

Surfaces partielles Surfaces cumul®es 

Ὄ Ὄ  Ὄ ά  Ὓὑά  ὛϷ  ВὛὑά  ×ὛϷ  

1 233-300 266.5 9.40 0.58 9.40 0.58 

2 300-400 350 46.54 2.88 55.94 3.46 

3 400-500 450 102.52 6.34 158.46 9.80 

4 500-600 550 221.88 13.72 380.34 23.52 

5 600-700 650 329.54 20.38 709.88 43.89 

6 700-800 750 363.69 22.49 1073.58 66.38 

7 800-900 850 309.36 19.13 1382.94 85.51 

8 900-1000 950 175.15 10.83 1558.09 96.34 

9 1000-1100 1050 44.32 2.74 1602.40 99.08 

10 1100-1200 1150 14.17 0.88 1616.57 99.95 

11 1200-1263 1231.5 0.76 0.05 1617.33 100.00 
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Figure IV.13 Courbe hypsom®trique du bassin versant dôOued Tiguiguest 

b. Altitudes caractéristiques 

Dans un bassin versant, la connaissance des variations d'altitude ainsi que de l'altitude moyenne est 

essentielle pour estimer un certain nombre de paramètres très importants qui sont strictement liés 

à la nature géologique du terrain et à la topographie du bassin versant. Dans le cadre des études 

hydrologiques des bassins versants, les altitudes les plus employées restent celles lues sur les 

courbes hypsométriques, à savoir : 

- Altitude minimale (Ὄ )  

- Altitude maximale (Ὄ )  

- Altitude à 95% de surface (Ὄ Ϸ) 

- Altitude à 5% de surface (ὌϷ) 

- Altitude médiane (Ὄ Ϸ)  

- Altitude moyenne (Ὄ )  

Ὄ  Est calculée à partir de la relation suivante : 

Ὄάέώ
ρ

Ὓ
Ὓ
Ὄ Ὄ

ς
                                                                                                              )6 φ 

Où : 

Ὄ  Est lôaltitude moyenne du bassin versant exprim®e en m, Ὓ est la superficie totale du bassin 

versant exprimée en km², Ὓ est la superficie partielle comprise entre deux altitudes successives Ὄ 

et Ὄ exprimée en km², est le nombre de courbes de niveau. 
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c. La dénivelée (D)  

On définit la dénivelée entre ὌϷ Ὡὸ Ὄ Ϸ  

Ὀ ὌϷ Ὄ Ϸ                                                                                                                                   )6 χ 

Le tableau suivant récapitule les principales caractéristiques des élévations (tableau IV.7) : 

Tableau IV.7 Altitudes caract®ristiques des bassins versants ®tudi®s 

Sous-

bassins 

versants 

╗□░▪□  ╗□╪●□  ╗ Ϸ□  ╗Ϸ □  ╗ Ϸ□  ╗□▫◐□  ╓□  

Tiguigues

t 

233.00 1263.00 411.59 1122.01 776.52 749.82 710.42 

Cheliff 

Harrezal 

203.00 1564.00 747.94 1525.00 1519.60 898.82 777.06 

Ebda 178.00 1539.00 514.63 1477.35 1187.56 850.57 962.72 

Rouina 

Zeddine 

183.00 1782.00 557.81 1651.80 1386.08 951.91 1094.0

0 

Ras 

Ouahrane 

63.00 1180.00 413.14 1117.45 981.77 601.79 704.31 

 

d. Indice de pente global (╘▌) 

Ὅ Correspond aux proportions entre l'altitude entre 5% et 95% de la surface du bassin versant avec 

la longueur du rectangle équivalent Cela permet de déduire la nature du relief qu'il est défini par : 

Ὅ
Ὀ

ὒ
                                                                                                                                                        )6 ψ 

Où : ὒ est longueur du rectangle équivalent et Ὀ est la dénivelée. 

e. Indice de pente de roche (╘▬) 

L'indice de pente Ὅ proposé par Roche (1963) permet de prendre en compte le facteur pente sur le 

régime hydrologique. Ὅ Est la moyenne de la racine carrée des pentes mesurées sur le rectangle 
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équivalent, et pondérée par les surfaces comprises entre 2 courbes de niveau il est calculé par 

l'expression : 

Ὅ
ВὛ ὲ

Ὓ
                                                                                                                                             )6 ω 

Où : (ὲ) est la pente dôune tranche de surface (Ὓ) comprise entre deux courbes de niveau. 

f. Dénivelée spécifique (╓╢) 

Permet de définir les différents types de relief des bassins versants par une classification quel que 

soit leurs superficies, selon Office de la Recherche Scientifique et Technique Outre-Mer 

(ORSTOM) Ὀ est donn®e par lôexpression suivante : 

Ὀ Ὅ ЍzὛ                                                                                                                                           )6 ρπ 

La classification des reliefs selon $ est dénotée dans le tableau suivant (tableau IV.8) : 

Tableau IV.8 Classification du relief selon lôindice de pente global et la d®nivel®e sp®cifique 

(Selon ORSTOM) 

Classification du relief Selon ╘▌ (m/km) Selon ╓╢ (m) 

Relief tr¯s faible     Ὅ<0.002     Ὀ<10 

Relief faible 0.00<Ὅ<0.005 10<Ὀ<25 

Relief assez faible 0.005<Ὅ<0.01 25<Ὀ<50 

Relief mod®r® 0.01<Ὅ<0.02 50<Ὀ<100 

Relief assez fort 0.02<Ὅ<0.05 100<Ὀ<250 

Relief fort 0.05<Ὅ<0.5 250<Ὀ<500 

Relief tr¯s fort       Ὅ>0.5    Ὀ>500 

 

 

 



 CHAPITRE IV                                                                                 Pr®sentation de la zone dô®tude 

99 

 

 

Apr¯s lôapplication num®rique on trouve les r®sultats suivants (tableau IV.9) : 

Tableau IV.9 Indices de forme des sous bassins versants ®tudi®s 

Sous-bassins versants  ἓἯ ἓἸ Ἆἡ Relief selon Ἆἡ 

Tiguiguest 13,21  12.77 513,84 Relief tr¯s fort 

Cheliff Harrezal 23,87  23.67 650,97 Relief tr¯s fort 

Ebda 23,73  24.07 619,02  Relief tr¯s fort 

Rouina Zeddine 21,38  16.89 640,85  Relief tr¯s fort 

Ras Ouahrane 11,31  11.30 428,71  Relief fort 

 

IV.1.3 Etude du r®seau hydrographique 

IV.1.3.1 Param¯tre hydrographique 

¶ Densité de drainage ╓▀  

Elle est d®termin®e comme ®tant le rapport entre la longueur totale des cours dôeau de tout ordre 

(Lx) sur la surface du bassin versant (S).  

La densité de drainage Ὀ est donn®e par lô®quation suivante : 

Ὀ
Вὰ

Ὓ
                                                                                                                                                 )6 ρρ 

Où : 

         Ὀ : Densité de drainage en Km/Km2 

         Вὰ: Longueur cumulée de tous les thalwegs du bassin en Km,  

         Ὓ : Superficie du bassin en Km2. 

¶ La densité de drainage permanent ╓▀▬ 

Les valeurs de la densité permanente de drainage ╓▀▬ offrent une meilleure appréciation des 

variations de débit à l'échelle d'un bassin. Effectivement, les valeurs de ╓▀▬ varient fortement 

d'un bassin à l'autre et dépendent étroitement de deux facteurs principaux : la géologie et la 

pluviométrie. 
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Ὀ
Вὰ

Ὓ
                                                                                                                                             )6 ρς 

Où : 

        Ὀ : Densité de drainage permanente en Km/Km2 

         Вὰ : Longueur cumulée de tous les Oueds permanents du bassin en Km. 

¶ La densité de drainage temporaire ╓▀◄ 

Ὀ
Вὰ

Ὓ
                                                                                                                                              )6 ρσ 

Où : 

         Ὀ : Densité de drainage temporaire en Km/Km2 

          Вὰ : Longueur cumulée de tous les Oueds temporaires du bassin en Km. 

Les résultats obtenus sont résumés dans le tableau IV.10. 

Tableau IV.10 Densit® de drainage des sous bassins versants ®tudi®s 

Sous-

bassins 

versants 

╛▬  

 

╛◄ 
 

╛  
 

╓▀▬  

 

╓▀◄ ╓▀ ╓▀▬Ⱦ╓▀ ╓▀◄Ⱦ╓▀ 

km km km km/km2 km/km2 km/km2 % % 

 

Tiguiguest 

 

545.87 

 

527.04 

 

1072.91 

 

0.34 

 

0.33 

 

0.66 

 

51 

 

49 

Cheliff 

Harreza 

 

107.45 

 

251.62 

 

359.07 

 

0.14 

 

0.33 

 

0.47 

 

30 

 

70 

 

Ebda 

 

74.6 

 

392.84 

 

467.44 

 

0.11 

 

0.59 

 

0.71 

 

16 

 

84 

Rouina 

Zeddine 

 

177.73 

 

575.18 

  

752.91 

  

0.2 

 

0.65 

 

0.84 

 

24 

 

76 

Ras 

Ouahrane 

 

171.76 

 

988.26 

 

1160.02 

 

0.12 

 

0.69 

 

0.81 

 

15 

 

85 
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¶ Coefficient de torrentialité ╒◄ 

Côest le produit de la densit® de drainage par la fr®quence des talwegs ®l®mentaires. 

ὅ ὔ
Ὀ

Ὓ
                                                                                                                                              )6 ρτ 

Où : 

ὅ: coefficient de torrentialité 

Ὀ : densité de drainage 

ὔ: nombre de talwegs dôordre ç 1 è  

Ὓ: surface du bassin versant 

¶ Temps de concentration (╣╬) 

Côest le temps que met une goutte dôeau tomb®e au point hydrauliquement le plus ®loign® pour 

arriver ¨ lôexutoire.  

On va utiliser la formule de GIANDOTTI pour déterminer ce paramètre 

Ὕ
τЍὛ ρȢυὒ

πȢψ Ὄ Ὄ
                                                                                                                      )6 ρυ 

Où : 

 Ὕ: temps de concentration (heures) 

 Ὓ: superficie du bassin versant (km2) 

 ὒ: longueur du talweg principal (km) 

 Ὄ : altitude moyenne du bassin versant (m) 

 Ὄ : altitude moyenne du bassin versant (m) 

¶ Vitesse de concentration ╥╬    

Côest la vitesse moyenne de propagation de la crue, elle est calcul®e par la formule suivante : 

ὠ
ὒ

Ὕ
                                                                                                                                                    )6 ρφ 

Où : 

ὠ: vitesse de concentration (km/h) 
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ὒ: longueur du talweg principal (km) 

Ὕ: temps de concentration (h) 

Les résultats obtenus sont résumés dans le tableau IV.11.  

Tableau IV.11 Coefficient de torrentialit®, Temps de concentration et Vitesse de concentration des 

sous bassins versants ®tudi®s 

Sous-bassins versants ╒◄ 

 

╣╬ 

(Heure) 

╥╬ 

(Km/h) 

Tiguiguest 21.30 51.66 10.57 

Cheliff Harreza 18.06 12.85 08.36 

Ebda 12.80 10.35 07.21 

Rouina Zeddine 70.50 17.40 10.21 

Ras Ouahrane 71.22 22.04 07.79 

 

Conclusion 

En conclusion, ce chapitre a permis de dresser un portrait détaillé des caractéristiques 

morphologiques des cinq sous-bassins versants étudiés dans le bassin du Cheliff. Nous avons 

examiné divers aspects tels que l'altitude, la pente, la topographie du bassin versant, ainsi que le 

réseau hydrographique. Ces éléments sont essentiels pour comprendre la dynamique hydrologique 

de la région. De plus, nous avons souligné que la zone d'étude est largement influencée par un 

climat semi-aride, ce qui a des répercussions importantes sur les ressources en eau et sur la gestion 

des bassins versants. 
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Introduction  

Cette étude se concentre principalement sur l'application de modèles basés sur l'intelligence 

artificielle pour prédire le débit (Q) dans le bassin du Cheliff, à des pas de temps journaliers et 

mensuels. La qualité des données sélectionnées est cruciale pour garantir la performance optimale 

des modèles. Les conditions météorologiques jouent un rôle prépondérant dans la variation du débit 

des cours d'eau, avec les précipitations liquides en tant que principal facteur d'influence, les régimes 

hydrologiques distincts, les précipitations journalières maximales, et surtout, les épisodes 

d'inondations. En outre, les caractéristiques physiques telles que l'altitude, ainsi que les données 

climatiques telles que l'évapotranspiration, la température, l'humidité et la vitesse du vent, ont un 

impact sur le débit et le régime hydrologique du bassin.  

Dans ce chapitre, nous allons définir, analyser et traiter l'ensemble des données collectées à partir 

de différentes sources, qui seront utilisées dans le développement des modèles proposés. Les 

données précipitations comprennent les totaux annuels, mensuelles et saisonnières. 

V.1 Donn®es en usage 

Pour un bassin versant donner, les stations météorologiques et hydrométriques fournissent des 

mesures ponctuelles essentielles. Ces stations, installées dans des conditions spécifiques, forment 

un réseau d'observation crucial. En combinant les données provenant des pluviomètres et des 

stations hydrométriques, il est possible d'obtenir des informations précieuses sur la dynamique de 

l'eau à l'intérieur du bassin versant. En surveillant de manière continue les niveaux de précipitations 

et les débits d'eau, il devient alors possible d'améliorer la compréhension des flux hydriques dans 

le bassin versant, ce qui est indispensable pour prendre des décisions éclairées en matière 

d'utilisation et de gestion des ressources en eau. 

Cette étude se divise en deux chapitres d'application dédiés à la prévision du débit des cours d'eau. 

Dans le premier chapitre, nous examinons l'efficacité des modèles d'apprentissage automatique 

(ML) autonomes ainsi qu'un modèle d'apprentissage extrême (ELM) optimisé grâce à un 

algorithme métaheuristique (Bat-ELM) pour prédire le débit des cours d'eau à l'échelle journalière 

et mensuelle. Dans le second chapitre, nous explorons des modèles ML autonomes ainsi que des 

modèles ML hybrides qui reposent sur des techniques de décomposition du signal appuyées par la 
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transformée en ondelettes à chevauchement maximal (MODWT) pour prédire le débit des cours 

d'eau à l'échelle journalière. 

V.1.1 Collecte des donn®es 

Les données de cinq stations hydrométriques situées dans le bassin de Cheliff, qui est contrôlé 

par l'Agence Nationale des Ressources Hydriques (ANRH). La répartition de ces stations est 

entre le bassin de Bas Cheliff et de la Mina et le bassin de Haut et Moyen Cheliff. 

La base de donn®es utilis®e dans lôapplication des mod¯les est constitu®e des donn®es de 

pr®cipitations (P), et de d®bits (Q) collect®es aupr¯s dôANRH dôAlger. 

V.2 Analyse des ®coulements 

Les données sur le débit des cours d'eau, collectées sur plusieurs années, révèlent des variations 

systématiques des principaux critères géographiques et physiques qui influent sur le débit des cours 

d'eau. Ainsi, le régime hydrologique d'un cours d'eau synthétise l'ensemble de ses caractéristiques 

hydrologiques et leur mode de variation. Comprendre l'évolution des données hydrométriques 

recueillies par une station hydrométrique est donc essentiel, car elles sont utilisées à la fois pour 

évaluer les apports liquides à différentes échelles de temps et pour analyser la variabilité potentielle 

du débit. 

L'évolution des débits à différentes échelles, les bilans hydrologiques, les régimes fluviaux, les 

intensités extrêmes de crue et d'étiage et leur fréquence sont autant de paramètres pris en compte 

pour illustrer l'intérêt de l'hydrologie dans les principaux problèmes liés à la gestion de l'eau tels 

que le contrôle des régimes hydrologiques. 

V.2.1 Variation des d®bits moyens journaliers 

Les variations quotidiennes du débit dans un bassin versant peuvent être influencées par divers 

facteurs, notamment les précipitations, la végétation, le développement, la géologie et d'autres 

caractéristiques du bassin versant. La variabilité temporelle et spatiale de ces facteurs peut rendre 

difficile la caractérisation du régime d'écoulement d'un bassin versant. 
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Les s®ries des d®bits journaliers utilis®es pour cette ®tude nous ont ®t® fournies par lôAgence 

Nationale des Ressources Hydrauliques (ANRH). Le choix des stations utilisées a été fait selon la 

disponibilité des séries les plus complètes. 

Une série de 3 année successive de débits journaliers pour les trois bassins versants Tiguiguest, 

Cheliff Harrezal et Oued Abda (du 01 Septembre 1995 au 31 Août 1998 pour la station 

hydrom®trique dôOued Llil, 01 Septembre 1989 au 31 Ao¾t 1992 pour la station dôEl Ababsa et du 

01 Septembre 1986 au 31 Ao¾t 1989 pour la station dôArib Abda). Pour les deux bassins versants 

de Rouina Zeddine et Ras Ouahrane une série de 10 année successive de débits journaliers (du 01 

Septembre 2000 au 31 Août 2010 pour la station hydrométrique de Bir Ouled Tahar et du 01 

Septembre 1982 au 31 Août 1992 pour la station de Ponteba Barrage) Selon la disponibilité des 

données (Données successives complètes et pas des lacunes). 

Les caractéristiques des stations hydrométriques choisies sont représentées dans le tableau V.1. 

Tableau V.1 Caract®ristiques journaliers des stations hydrom®triques utilis®es 

Station 

 

Code 

de 

Station 

Oued Latitude 

 

 

(N) 

Longitude 

 

 

(E) 

Min 

 

 

(m3/s) 

Max 

 

 

(m3/s) 

Moy 

 

 

(m3/s) 

Ecart 

Type 

 

(m3/s) 

Taille 

de 

S®rie 

(mois) 

Oued 

Lili 

012501 Tiguiguest 35Á 52ǋ 1Á 26ǋ 0.00 37.42 0.67 1.67 1096 

El 

Ababsa 

011715 Cheliff 

Harrezal 

36Á 16ǋ 

 

2Á 08ǋ 0.00 7.61 0.09 0.40 1096 

Arib 

Abda 

011801 Ebda 36Á 32ǋ 2Á 03ǋ 0.00 82.45 1.70 5.90 1096 

Bir 

Ouled 

Tahar 

011905 Rouina 

Zeddine 

36Á 6' 1Á 57' 0.00 25.84 0.36 1.22 3652 

Ponteba 

Barrage 

012203 Ras 

Ouahrane 

36Á 25ǋ 1Á 52ǋ 0.00 221.34 6.05 18.12 3653 

 

En effet, il est nécessaire de procéder à des études de débits journaliers, notamment en raison de 

l'importance des variations des régimes fluviaux sur des périodes très courtes (24 heures) à l'échelle 

du bassin versant, ainsi que de leur impact sur le transport des matières solides. Le ruissellement 
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pluvial se développe surtout lorsque l'intensité de la pluie dépasse la capacité d'infiltration du sol, 

d'où le colmatage rapide par l'eau et l'apparition des premiers pics de crue (Bouzeria., 2018). Les 

variations des débits journaliers au niveau des cinq stations étudiées sont présentées dans (Figure 

V.1 et V.2). Le d®bit maximal ¨ la station dôOued Lili est de 37,42 m3/s, 7,61 m3/s ¨ El Ababsa, 

82,45 m3/s à Arib Abda, 25,84 m3/s à Bir Ouled Tahar et 222,34 m3/s au barrage de Ponteba. 
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Figure V.1 Variations des d®bits journaliers pour les stations hydrom®triques : (a) Oued Lili, (b) 
El Ababsa, et (c) Arib Abda 
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Figure V.2 Variations des d®bits journaliers pour les stations hydrom®triques : (d) Bir Ouled 

Tahar, et (e) Ponteba Barrage  

Les stations de Arib Abda, Oued Lili et El Ababsa furent utilisées pour la modélisation proposée 

dans cette recherche pour la prédiction des débits journaliers en utilisant des modèles 

d'apprentissage automatique autonomes et un modèle d'apprentissage extrême optimisé par un 

algorithme métaheuristique (Bat-ELM).  
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Ainsi que La station de Bir Ouled Tahar et Ponteba Barrage furent utilisées pour la 2 -ème 

modélisation proposée dans cette recherche pour la prédiction des débits journaliers en utilisant des 

modèles ML autonomes et des modèles ML hybrides basés sur des techniques de décomposition 

du signal soutenues par la transformée en ondelettes à chevauchement maximal (MODWT) pour 

pr®dire le d®bit des cours d'eau ¨ lô®chelle journali¯re. 

V.2.2 Variation mensuelle de lô®coulement 

Dans un bassin versant, les changements de précipitations et de température peuvent avoir une 

incidence significative sur les variations mensuelles du débit des cours d'eau. Les précipitations 

sont positivement liées au débit des cours d'eau, tandis que la température peut affecter le débit des 

cours d'eau en modifiant la fonte des neiges et l'évapotranspiration. La variabilité du climat à 

différentes échelles de temps peut également contrôler les variations mensuelles du débit. 

Les équipements de la station hydrométrique permettent d'enregistrer en continu la hauteur du 

cours d'eau en fonction du temps. La transformation de la hauteur du plan dôeau en d®bit passe par 

la courbe de tarage qui traduit la relation entre la hauteur d'eau (cm) et le débit de ruissèlement 

(m3/s). 

Le sous bassin versant de lôoued de Tiguiguest est contr¹l® par la station dôOued Lili (code 012501) 

versant Bas Chéliff et de Mina, l'Oued Harrezal est contrôlé par la station de d'El Ababsa (code 

011715) ainsi que la station d'Arib Abda (code 011801) qui contrôle l'Oued Ebda dans le bassin 

versant Haut moyen Cheliff. 

Une s®rie de 27 ann®es de d®bits mensuels de Septembre 1975 jusquô¨ Aout 2002 pour la station 

dôOued Lili, 34 ann®es de d®bits mensuels de Septembre 1973 jusquôà Aout 2007 pour la station 

d'El Ababsa et une s®rie de 12 ans de d®bits mensuels de Septembre 1983 jusquô¨ Aout 1995 pour 

la station d'Arib Abda. 

La présentation de la variation temporelle des séries des débits mensuels pour chacune des stations 

est donnée par la figure V.3. 
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Figure V.3 Variation des d®bits mensuels : (a) Oued Lili, (b) El Ababsa, et (c) Arib Abda 
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Ces trois séries temporelles furent utilisées pour la modélisation proposée dans cette recherche pour 

la prévision des débits mensuels en utilisant des modèles d'apprentissage automatique autonomes 

et un modèle d'apprentissage extrême optimisé par un algorithme métaheuristique (Bat-ELM). 

Les caractéristiques des stations hydrométriques choisies sont représentées dans le tableau V.2. 

Tableau V.2 Caract®ristiques mensuelles des stations hydrom®triques utilis®es 

Station 

 

Code 

de 

Station 

Oued Latitude 

 

 

(N) 

Longitude 

 

 

(E) 

Min 

 

 

(m3/s) 

Max 

 

 

(m3/s) 

Moy 

 

 

(m3/s) 

Ecart 

Type 

 

(m3/s) 

Taille 

de 

S®rie 

(mois) 

Oued 

Lili 

012501 Tiguiguest 35Á 52ǋ 1Á 26ǋ 0.000 3.792 0.363 0.545 324 

El 

Ababsa 

011715 Cheliff 

Harrezal 

36Á 16ǋ 

 

2Á 08ǋ 0.000 2.750 0.110 0.234 408 

Arib 

Abda 

011801 Ebda 36Á 32ǋ 2Á 03ǋ 0.000 19.379 1.569 2.810 144 

Le coefficient hydraulique (Ch.m) définit la variation du régime d'écoulement d'un cours d'eau à 

l'échelle mensuelle. Celui-ci correspond au rapport entre le débit mensuel moyen du mois considéré 

et le débit moyen interannuel obtenu par traitement à partir de la longue série que constitue 

l'observation des cours d'eau. Ainsi, la période de hautes eaux est caractérisée par un écoulement 

supérieur au seuil de référence 1, et contrairement à la période de basses eaux, le coefficient 

d'écoulement est inférieur à la valeur 1. 

La distribution du coefficient d'hydraulicité mensuel au cours de l'année permet de définir la 

période de décembre à avril comme une période creuse, en raison de l'importance des précipitations 

qui tombent au cours de cette période (figure V.4). Pendant cette période, les débits moyens 

mensuels varient de 0,08 à 0,77 m3/s (pour la station hydrom®trique dôOued Lili), de 0,01 ¨ 0,30 

m3/s (pour la station d'El Ababsa) et de 0,04 à 3,97 m3/s (pour la station d'Arib Abda), le mois de 

février étant le plus humide et le mois de juillet le plus sec (tableau V.3). 

 

Tableau V.3 Variation mensuelle de d®bits et de coefficients dôhydraulicit® 

 Station de Oued Lili Station de El Ababsa Station de Arib Abda 
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Mois ὗ  

(m3/s) 

A 

(Hm3) 

ὅȢ  ὗ  

(m3/s) 

A 

(Hm3) 

ὅȢ  ὗ  

(m3/s) 

A 

(Hm3) 

ὅȢ  

Septembre 0.19 0.50 0.53 0.07 0.17 0.60 0.11 0.29 0.07 

Octobre 0.26 0.71 0.73 0.09 0.23 0.80 1.25 3.34 0.79 

Novembre 0.44 1.14 1.21 0.10 0.25 0.88 0.94 2.45 0.60 

D®cembre 0.37 0.99 1.02 0.10 0.27 0.91 1.91 5.12 1.22 

Janvier 0.57 1.54 1.59 0.16 0.42 1.43 3.39 9.07 2.16 

F®vrier 0.77 1.99 2.12 0.30 0.77 2.69 3.97 10.29 2.53 

Mars 0.63 1.69 1.74 0.23 0.63 2.13 3.88 10.40 2.48 

Avril 0.40 1.03 1.10 0.14 0.37 1.30 1.83 4.75 1.17 

Mai 0.31 0.82 0.85 0.08 0.22 0.73 1.04 2.79 0.66 

Juin 0.19 0.50 0.53 0.03 0.07 0.24 0.36 0.93 0.23 

Juillet 0.08 0.21 0.22 0.02 0.04 0.15 0.09 0.25 0.06 

Ao¾t 0.14 0.37 0.38 0.01 0.04 0.13 0.04 0.11 0.03 

Moyenne 0.36 0.96 1.00 0.11 0.29 1.00 1.57 4.15 1.00 

Min. 0.08 0.21 0.22 0.01 0.04 0.13 0.04 0.11 0.03 

Max. 0.77 1.99 2.12 0.30 0.77 2.69 3.97 10.40 2.53 

Ecart-type 0.21 0.56 0.58 0.09 0.23 0.78 1.46 3.87 0.93 

 

La période des hautes eaux commence dès Septembre et Octobre pour les trois bassins versants à 

la station dôOued Lili, El Ababsa et dôArib Abda, Mais les coefficients mensuels de d®bits tombent 

rapidement au-dessous de lôunit® pendant le mois de Novembre et D®cembre avant dôaugmenter ¨ 

nouveau en Janvier et en Février, le maximum est atteint en Mars et Avril. Par ailleurs, la période 

de basses eaux est d®cal®e dans le temps, elle ne commence quôau mois de Juin du fait de 

lôimportance relative des pr®cipitations de printemps, la moyenne mensuelle minimale est 

enregistrée en Juillet. 
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Figure V.4 Repr®sentation graphique des coefficients dôhydraulicit® mensuels : (a) Oued Lili, (b) 

El Ababsa, et (c) Arib Abda 

V.2.3 Variation interannuelle de lô®coulement 

La variation du régime d'écoulement se fait d'une année à l'autre, avec une amplitude de débit 

importante pour les trois stations hydrométriques ; le bassin versant de Tiguiguest, dont l'exutoire 

est la station dôOued Lili, a des apports liquides annuels de 11,44 Hm3, ce qui représente un débit 

moyen de 0,36 m3/s ainsi qu'une superficie contrôlée de 1 617,56 km². Tandis que le bassin versant 

du Cheliff Harrezal, rejeté à la station d'El Ababsa, a un débit moyen de 0,11 m3/s et reçoit 3,47 

Hm3 annuellement, pour une superficie de drainage de 756,70 km², ainsi que le bassin versant de 

l'Oued Ebda, rejeté à la station d'Arib Abda, a un débit moyen de 1,57 m3/s et reçoit 49,48 Hm3 

annuellement, pour une superficie drainée de 661,45 km² (tableau V.4) ; la représentation 

graphique des coefficients hydrauliques annuels est présentée dans la figure V.5. 
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Tableau V.4 Variation interannuelle de d®bits et de coefficients dôhydraulicit® 

 

Ann®e 

Station de Oued Lili Station de El Ababsa Station de Arib Abda 

ὗ  

(m3/s) 

A 

(Hm3) 

ὅȢ ὗ  

(m3/s) 

A 

(Hm3) 

ὅȢ ὗ  

(m3/s) 

A 

(Hm3) 

ὅȢ 

1972-1973 / / / 0.24 7.61 2.19 / / / 

1973-1974 / / / 0.36 11.20 3.22 / / / 

1974-1975 0.35 10.97 0.96 0.57 18.00 5.18 / / / 

1975-1976 0.41 13.06 1.14 0.12 3.89 1.12 / / / 

1976-1977 0.20 6.17 0.54 0.11 3.47 1.00 / / / 

1977-1978 0.53 16.63 1.45 0.17 5.34 1.54 / / / 

1978-1979 0.39 12.15 1.06 0.17 5.43 1.56 / / / 

1979-1980 0.23 7.25 0.63 0.10 3.04 0.87 / / / 

1980-1981 0.36 11.29 0.99 0.03 0.84 0.24 / / / 

1981-1982 0.26 8.05 0.70 0.11 3.39 0.98 / / / 

1982-1983 0.14 4.43 0.39 0.08 2.40 0.69 1.23 38.91 0.79 

1983-1984 0.09 2.83 0.25 0.10 3.00 0.86 3.28 103.39 2.09 

1986-1987 0.80 25.08 2.19 0.21 6.56 1.89 1.72 54.22 1.10 

1987-1988 0.38 12.04 1.05 0.24 7.60 2.19 3.30 104.10 2.10 

1988-1989 0.24 7.65 0.67 0.01 0.45 0.13 0.41 13.05 0.26 

1989-1990 0.24 7.61 0.67 0.06 2.04 0.59 1.46 46.14 0.93 

1990-1991 0.17 5.35 0.47 0.02 0.72 0.21 0.26 8.09 0.16 

1991-1992 0.11 3.33 0.29 0.07 2.35 0.68 1.70 53.58 1.08 

1992-1993 0.20 6.24 0.55 0.04 1.15 0.33 2.95 92.99 1.88 

1993-1994 0.06 1.77 0.15 0.01 0.22 0.06 0.44 13.87 0.28 

1994-1995 0.09 2.85 0.25 0.02 0.53 0.15 0.32 10.17 0.21 

1995-1996 1.21 38.18 3.34 0.14 4.31 1.24 1.75 55.22 1.12 

1996-1997 0.69 21.91 1.92 0.16 5.00 1.44 / / / 

1997-1998 0.29 9.10 0.80 0.05 1.68 0.48 / / / 

1998-1999 1.04 32.79 2.87 0.08 2.65 0.76 / / / 

1999-2000 0.33 10.48 0.92 0.03 1.09 0.31 / / / 

2000-2001 0.08 2.54 0.22 0.01 0.22 0.06 / / / 

2001-2002 0.62 19.59 1.71 0.09 2.98 0.86 / / / 
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2002-2003 0.30 9.41 0.82 0.02 0.76 0.22 / / / 

2003-2004 / / / 0.14 4.35 1.25 / / / 

2004-2005 / / / 0.07 2.28 0.66 / / / 

2005-2006 / / / 0.05 1.67 0.48 / / / 

2006-2007 / / / 0.04 1.32 0.38 / / / 

2007-2008 / / / 0.02 0.61 0.18 / / / 

Moyenne 0.36 11.44 1.00 0.11 3.47 1.00 1.57 49.48 1.00 

Min. 0.06 1.77 0.15 0.01 0.22 0.06 0.26 8.09 0.16 

Max. 1.21 38.18 3.34 0.57 18.00 5.18 3.30 104.10 2.10 

Ecart-type 0.29 9.11 0.80 0.11 3.59 1.03 1.12 35.46 0.72 

 

Dans le bassin versant du Tiguiguest, lôann®e la plus humide est r®v®l® en 1995/1996. Au cours de 

cette année, la station de l'Oued Lili a enregistré un volume d'eau important (38,18 Hm3), avec un 

débit moyen annuel de 1,21 m3/s pour la station de l'Oued Lili. Cette valeur est principalement due 

aux pluies torrentielles. Alors que. L'année la plus humide en 18 ans d'observation.  

En 1974/1975, année la plus pluvieuse pour la station d'El Ababsa, avec un débit entrant annuel de 

l'ordre de 18,00 Hm3) et un débit moyen annuel de 0,57 m3/s. Ces apports importants peuvent 

conduire à des crues exceptionnelles, caractérisées par des débits de pointe extrêmement élevés, 

qui provoquent généralement des inondations graves et dangereuses. 

La station d'Arib Abda se caractérise par trois années hydrologiques très humides au cours de la 

période d'observation, notamment 1983/1984, 1987/1988 et 1992/1993, 1987/1984 étant la plus 

importante de ces années, avec un total annuel de 104.10 Hm3, pour un débit moyen annuel de 3.30 

m3/s.  
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Figure V.5 Repr®sentation graphique des coefficients dôhydraulicit® annuels : (a) Oued Lili, (b) 

El Ababsa, et (c) Arib Abda 

V.3 Analyse des donn®es pluviom®triques  

V.3.1 Probl¯me des lacunes 

Le traitement des donn®es incompl¯tes est un probl¯me r®el et souvent d®routant. Bien que cela 

puisse ne pas avoir de r®percussions significatives lorsqu'il y a une grande quantit® de donn®es 

disponibles, cela peut rendre l'®tude peu int®ressante si le nombre de donn®es restantes est trop 

faible. 

Dans le bassin du Cheliff, plusieurs stations pluviom®triques en service peuvent °tre utilis®es, mais 

elles pr®sentent souvent des lacunes correspondant ¨ des ann®es et des mois d'observations 

incompl¯tes, qu'il est difficile de combler. Les stations avec plus de 10 % de lacunes sont 

directement ®limin®es. Dans les petits bassins, en raison du manque de donn®es, une seule station 

peut °tre utilis®e, ce qui rend l'®tude sp®cifique au sous-bassin versant. 
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Pour cette ®tude, cinq stations pluviom®triques ont ®t® s®lectionn®es parmi les stations disponibles, 

une pour chaque sous-bassin : Oued Lili, El Ababsa, Arib Abda, Bir Ouled Tahar et Ponteba 

Barrage (Figure V.6). Les donn®es de s®ries temporelles quotidiennes et mensuelles de ces stations 

ne d®passent pas 10 % de lacunes. 

Le comblement des lacunes d'observation a ®t® effectu® par deux m®thodes : la m®thode de la 

moyenne mensuelle et la m®thode de la r®gression lin®aire. 

 

Figure V.6 Localisation des stations pluviom®triques et hydrom®triques dans le bassin de Cheliff 

V.4 S®ries chronologiques et leur utilisation 

Une série chronologique est une séquence de points de données qui se produisent dans un ordre 

successif sur une certaine période de temps. On peut l'opposer aux données transversales, qui 

capturent un point dans le temps. Le temps est défini comme variable discrète et les données 

observées peuvent être quotidiennes, hebdomadaires, mensuelles, L'utilisation de ces séries peut 

avoir plusieurs objectifs, Parmi ces objectifs la prédiction et la prévision future à partir de celles 

qui ont été observées précédentes. 
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V.5 Diff®rentes phases de la mod®lisation 

La prédiction de séries chronologiques consiste à estimer ou anticiper les valeurs futures d'une 

variable sur une période de temps donnée. Elle implique la création d'un modèle à partir de données 

historiques afin de projeter des informations et d'orienter les décisions stratégiques à venir. 

Au cours des dernières décennies, de nombreuses recherches sur la prédiction des séries 

temporelles ont montré la nécessité de suivre certaines étapes essentielles afin d'obtenir des 

résultats fiables, qui peuvent être résumées en quatre axes principaux. 

1- Identification et séparation de la série chronologique ; 

2- Identification du type du modèle ; 

3- Estimation des paramètres du modèle (apprentissage) ; 

4-Tests d'adéquation des modèles (test). 

Dans le but de procéder à la modélisation d'une série temporelle, il convient de séparer la série en 

deux sections : la première pour apprentissage du modèle sélectionné ainsi que la seconde pour le 

test du modèle lui-même. Apprentissage d'un modèle est un problème en général, dans la plupart 

des cas pratiques nous avons un modèle pour un phénomène physique, à savoir un modèle qui 

comprend plusieurs paramètres inconnus. Il convient de déterminer ces paramètres à partir des 

observations connues, cette détermination est connue sous le nom de "training" du modèle. Pour 

cela, il faudrait répartir les donnes selon un ensemble d'apprentissage et un ensemble de test. Nous 

formons d'abord notre modèle sur l'ensemble d'apprentissage, puis nous utilisons les données de 

l'ensemble de test pour évaluer la précision du modèle obtenu. 

De nombreuses études soulignent la pertinence de l'utilisation de 70% des données pour la 

l'apprentissage et de 30% pour les tests, ainsi que la démonstration statistique.  

La répartition des données journalières (débit et précipitations) utilisées dans cette étude est 

présentée dans la figure V.7 reliant les stations Oued Lili, El Ababsa et Arib Abda, respectivement, 

et la figure V.8 reliant les stations Bir Ouled Tahar et Ponteba Barrage, également, et dans la figure 

V.9 la répartition des ensembles de données mensuelles des stations Oued Lili, El Ababsa et Arib 

Abda. 
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Figure V.7 S®paration de la s®rie des d®bits journali¯res des stations (a) Oued Lili, (b) El 

Ababsa, et (c) Arib Abda 
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Figure V.8 S®paration de la s®rie des d®bits journali¯res des stations (d) Bir Ouled Tahar et (e) 

Ponteba Barrage 
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Figure V.9 S®paration de la s®rie des d®bits mensuels des stations (a) Oued Lili, (b) El Ababsa, 
et (c) Arib Abda 
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Les paramètres statistiques de l'ensemble de données utilisé dans cette recherche pour le pas 

journalier et mensuelle sont résumés dans le tableau V.5, V.6 et le tableau V.7, nous avons calculé 

les paramètres statistiques pour les différentes variables climatiques au pas de temps journalier et 

mensuelle  

¶ La valeur maximale (Xmax) qui est la valeur la plus élevée de la série et qui correspond à la 

borne supérieure de la série ; 

¶ La valeur moyenne (Xmoy) qui est égale à la somme des valeurs divisée par leur nombre ; 

¶ La valeur minimale (Xmin) qui est la valeur la plus faible de la série et qui constitue la borne 

inférieure de la série ; 

¶ Lô®cart type (Sx) qui représente la caractéristique de dispersion la plus usuelle ; 

¶ Le coefficient de corrélation linéaire (R) permet d'illustrer la relation entre P et Q ; 

¶ Le coefficient de variation (CV) est le rapport de lô®cart-type à la moyenne. Plus la valeur 

de coefficient de variation est élevée plus la dispersion autour de la moyenne est grande. 
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Tableau V.5 Caract®ristiques statistiques des parties : Apprentissage, test et totale des donn®es 

pour les stations Oued Lili, El Ababsa, et Arib Abda ¨ lô®chelle journali¯re 

Variables Subset Unit® Xmax Xmoy Xmin Sx Cv R 

Oued Lili (station ID : 012501) 

 

Q 

Apprentissage m3/s 15,61 0,51 0,00 1,25 2,46 1,00 

Validation 37,42 1,04 0,21 2,32 2,23 1,00 

Total 37,42 0,67 0,00 1,67 2,49 1,00 

 

P 

Apprentissage  

mm 

 

55,00 1,67 0,00 5,20 3,12 0,34 

Validation 38,00 1,64 0,00 5,23 3,20 0,39 

Total 55,00 1,66 0,00 5,20 3,14 0,34 

El Ababsa (station ID : 011715) 

 

Q 

Apprentissage  

m3/s 

 

7,61 0,09 0,00 0,43 4,97 1,00 

Validation 3,46 0,11 0,00 0,31 2,98 1,00 

Total 7,61 0,09 0,00 0,40 4,33 1,00 

 

P 

Apprentissage  

mm 

 

63,70 1,00 0,00 3,99 4,00 0,40 

Validation 29,60 0,93 0,00 3,04 3,27 0,64 

Total 63,70 0,98 0,00 3,73 3,81 0,44 

Arib Abda (station ID : 011801) 

 

Q 

Apprentissage  

m3/s 

 

82,45 1,72 0,00 5,42 3,15 1,00 

Validation 78,87 1,64 0,00 6,89 4,21 1,00 

Total 82,45 1,70 0,00 5,90 3,48 1,00 

 

P 

Apprentissage mm 38,50 1,28 0,00 4,36 3,41 0,26 

Validation 66,70 1,58 0,00 6,15 3,88 0,49 

Total 66,70 1,37 0,00 4,96 3,62 0,36 
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Tableau V.6 Caract®ristiques statistiques des parties : Apprentissage, test et totale des donn®es 

pour les stations Bir Ouled Tahar et Ponteba Barrage ¨ lô®chelle journali¯re 

Variables Subset Unit® Xmax Xmoy Xmin Sx Cv R 

Bir Ouled Tahar (station ID: 011905) 

 

Q 

Apprentissage m3/s 25.84 0.33 0.00 1.22 3.72 1.00 

Validation 14.62 0.44 0.00 1.22 2.80 1.00 

Total 25.84 0.36 0.00 1.22 3.39 1.00 

 

P 

Apprentissage  

mm 

 

27.30 0.80 0.00 2.68 3.33 0.30 

Validation 42.10 1.00 0.00 3.54 3.55 0.30 

Total 42.10 0.87 0.00 2.97 3.40 0.29 

Ponteba Barrage (station ID : 012203) 

 

Q 

Apprentissage  

m3/s 

 

193.13 6.62 0.00 18.70 2.83 1.00 

Validation 221.34 4.74 0.00 16.62 3.50 1.00 

Total 221.34 6.05 0.00 17.66 2.99 1.00 

 

P 

Apprentissage  

mm 

 

47.20 1.03 0.00 3.71 3.62 0.13 

Validation 27.20 0.85 0.00 2.85 3.37 0.07 

Total 47.20 0.97 0.00 3.48 3.59 0.12 
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Tableau V.7 Caract®ristiques statistiques des parties : Apprentissage, test et totale des donn®es 

pour les stations d'®tude ¨ lô®chelle mensuelle 

Variables Subset Unit® Xmax Xmoy Xmin Sx Cv R 

Oued Lili (station ID : 012501) 

 

Q 

Apprentissage m3/s 3.792 0.311 0.000 0.510 1.638 1.000 

Validation 3.437 0.530 0.000 0.596 1.124 1.000 

Total 3.792 0.373 0.000 0.545 1.460 1.000 

 

P 

Apprentissage  

mm 

 

148.400 31.309 0.000 30.522 0.975 0.541 

Validation 176.100 34.377 0.000 38.887 1.131 0.664 

Total 176.100 32.263 0.000 33.089 1.026 0.584 

El Ababsa (station ID : 011715) 

 

Q 

Apprentissage  

m3/s 

 

2.750 0.142 0.000 0.266 1.874 1.000 

Validation 0.815 0.053 0.000 0.106 1.980 1.000 

Total 2.750 0.117 0.000 0.234 2.008 1.000 

 

P 

Apprentissage  

mm 

 

130.700 30.268 0.000 30.751 1.016 0.559 

Validation 111.000 26.262 0.000 29.684 1.130 0.661 

Total 130.700 29.132 0.000 30.460 1.046 0.548 

Arib Abda (station ID : 011801) 

 

Q 

Apprentissage  

m3/s 

 

19.379 1.842 0.000 2.940 1.596 1.000 

Validation 8.553 1.031 0.000 1.957 1.898 1.000 

Total 19.379 1.692 0.000 2.810 1.661 1.000 

 

P 

Apprentissage mm 166.100 41.462 0.000 39.771 0.959 0.706 

Validation 147.500 29.651 0.000 31.045 1.047 0.657 

Total 196.800 39.692 0.000 40.428 1.019 0.721 
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V.6 S®lection des variables d'entr®e pour les mod¯les. 

V.6.1 Fonction d'autocorr®lation (ACF) et les d'autocorr®lation partiels (PACF) et 
fonction de corr®lation crois®e (XCF) 

L'autocorrélation est la corrélation entre deux valeurs d'une série temporelle. En d'autres termes, 

les données de la série temporelle sont corrélées dans leur ensemble, ainsi que le nom l'indique. 

Les corrélations sont désignées par le terme "décalages". Ce terme est utilisé pour décrire ces 

corrélations. Les analystes enregistrent des données de séries temporelles en mesurant une 

caractéristique à intervalles réguliers, par exemple quotidiennement, mensuellement ou 

annuellement. Le nombre d'intervalles entre les deux observations est le décalage. Le décalage 

entre l'observation actuelle et l'observation précédente, par exemple, est égal à 1. Si vous reculez 

d'un intervalle supplémentaire, le décalage est de 2 et ainsi de suite. 

En termes mathématiques, les observations à ώ et ώ  sont séparées par k unités de temps. K est 

le décalage. Ce décalage peut être de quelques jours, de quelques trimestres ou de quelques années, 

selon la nature des données. Lorsque k=1, les observations adjacentes sont évaluées. Pour chaque 

décalage, il existe une corrélation. 

L'ACF est utilisé pour déterminer le degré de corrélation linéaire entre les observations d'une série 

temporelle qui sont séparées par un décalage temporel k. L'idée principale de l'ACF est de calculer 

le coefficient de corrélation entre la série et la série elle-même avec un décalage k. Une corrélation 

élevée est sélectionnée comme variable d'entrée, ce qui signifie que les variables qui n'ont pas un 

coefficient de corrélation significatif sont éliminées du vecteur d'entrée. 

Le PACF est utilisé pour identifier le nombre de termes autorégressifs requis pour mettre en 

évidence la saisonnalité de la série, ou pour faire apparaître la tendance de la moyenne ou de la 

variance de la série. 

La corrélation croisée (XCF) est une mesure qui suit les mouvements de deux ou plusieurs 

ensembles de données de séries temporelles les uns par rapport aux autres. Elle est utilisée pour 

comparer plusieurs séries temporelles et déterminer objectivement dans quelle mesure elles 

correspondent l'une à l'autre et, en particulier, à quel moment la meilleure correspondance se 

produit. 

La corrélation croisée est généralement utilisée pour mesurer les informations entre deux séries 

temporelles différentes. Le coefficient de corrélation des données de la série temporelle peut varier 

de -1,0 à +1,0. Plus la valeur de la corrélation croisée est proche de 1, plus les séries sont identiques. 
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La représentation graphique de la fonction d'autocorrélation (ACF) est appelée corrélogramme. Sur 

ce dernier, chaque barre représente la taille et la direction de la corrélation. Les barres qui dépassent 

la ligne sont statistiquement significatives. 

Les figures V.10, V.11 et V.12 présentent les tracés des ACF, PACF et XCF des séries de débit 

journali¯re et mensuel des stations dô®tude. 
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Figure V.10 Autocorr®lation (ACF), fonction d'autocorr®lation partielle (PACF) et fonction de 

corr®lation crois®e (XCF) des s®ries de d®bit journalier pour les stations (a) Oued Lili, (b) El 

Ababsa et (c) Arib Abda 
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Figure V.11 Autocorr®lation (ACF), fonction d'autocorr®lation partielle (PACF) et fonction de 

corr®lation crois®e (XCF) des s®ries de d®bit mensuelles pour les stations (a) Oued Lili, (b) El 

Ababsa et (c) Arib abda 
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Le débit journalier et mensuel (Q) à l'instant (t) Pour Les trois stations Oued Lili (code 012501), 

El Ababsa (code 011715) et Arib Abda (code 011801) a été prédit en utilisant plusieurs temps de 

décalage de Q et P, et afin de déterminer le meilleur temps de décalage pertinent, l'ACF, le PACF, 

et le XCF pour les trois stations ont été calculés, comme indiqué dans la figure IV.10 et IV.11. En 

outre, dans la présente étude, nous avons adopté une approche pour prédire le débit en utilisant 

uniquement P et Q, étant donné que seules les données P sont disponibles simultanément sans 

enregistrement complet avec le débit. Comme la montre la figure IV.10 et IV.11, trois décalages 

temporels ont été sélectionnés et utilisés comme variables d'entrée, à savoir le débit journalière et 

mensuel mesuré à (t - 1), (t - 2), (t - 3) et les précipitations journalières et mensuelles mesurées à (t 

- 1), (t - 2), (t - 3) ; tandis que la variable de sortie commence à partir du temps (t), c'est-à-dire Q 

au temps (t). Ainsi, six combinaisons d'entrées sont adoptées et utilisées pour la présente étude 

(tableau V.8). 

 

Tableau V.8 Combinaisons des variables d'entr®es de diff®rents mod¯les pour la station dôOued 

Lili, El Ababsa et Arib abda dans le pas journalier et mensuelle 

N Mod¯le Combinaison des variables d'entr® Sortie  

1 Q(t-3), Q(t-2), Q(t-1), P(t-3), P(t-2), P(t-1), P(t) Q(t) 

2 P(t-3), P(t-2), P(t-1), P(t) Q(t) 

3 Q(t-3), Q(t-2), Q(t-1), P(t) Q(t) 

4 P(t-3), P(t-2), P(t-1) Q(t) 

5 Q(t-3), Q(t-2), Q(t-1) Q(t) 

6 P(t) Q(t) 
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Figure V.12 Autocorr®lation (ACF), fonction d'autocorr®lation partielle (PACF) et fonction de 

corr®lation crois®e (XCF) des s®ries de d®bit mensuelles pour les stations (d) Bir Ouled Tahar et 

(e) Ponteba Barrage 

Pour prédire le débit journalier des stations Bir Ouled Tahar et Ponteba Barrage en utilisant 

uniquement P et Q, étant donné que seules les données P sont disponibles en continu sans 

enregistrement complet. Conformément à la figure V.12, des décalages de deux temps ont été 

sélectionnés et utilisés comme variables d'entrée, c'est-à-dire le débit journalier mesuré à (t-1), (t-

2), les précipitations journalières mesurées à (t-1), (t-2) ; tandis que la variable de sortie commence 

au temps (t), c'est-à-dire Q au temps (t). Par conséquent, quatre combinaisons d'entrées sont 

adoptées et utilisées pour la présente étude (tableau V.9). 
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Tableau V.9 Combinaisons des variables d'entr®es de diff®rents mod¯les pour la station de Bir 

Ouled Tahar et Ponteba Barrage 

N Mod¯le Combinaison des variables d'entr® Sortie  

1 Q(t-2), Q(t-1), P(t-2), P(t-1), P(t) Q(t) 

2 P(t-2), P(t-1), P(t) Q(t) 

3 Q(t-2), Q(t-1), P(t) Q(t) 

4 P(t-2), P(t-1) Q(t) 

5 Q(t-2), Q(t-1) Q(t) 

6 P(t) Q(t) 

 

Conclusion 

Dans ce chapitre, nous avons examiné les données journalières et mensuelles des stations 

pluviométriques et hydrométriques pour les 5 sous-bassins versants étudiés. La qualité des résultats 

des prédictions peut être affectée par un nombre important de variables d'entrée. Par conséquent, 

le choix des bonnes données d'entrée est essentiel pour obtenir des performances robustes, ce qui 

constitue potentiellement une étape très importante dans la modélisation ou la prévision 

hydrologique.  En utilisant les fonctions d'autocorrélation, d'autocorrélation partielle et de 

corrélation croisée (ACF, PACF et XCF), Nous identifions les variables d'entrée les plus 

pertinentes pour la prévision des débits journaliers et mensuels. La base de données sera utilisée 

dans les chapitres suivants, afin de développer les différents modèles proposés. 
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Introduction 

L'estimation précise et immédiate du débit des cours d'eau est essentielle pour améliorer notre 

compréhension de ses variations dans le temps et l'espace, ce qui est utile pour les études 

hydrologiques. Les mesures directes du débit des cours d'eau à l'aide de stations hydrométriques 

fournissent des données réelles et instantanées, mais ces stations ne sont pas disponibles en nombre 

suffisant et dans certains cas, les données sont incomplètes. Bien que la prévision du débit à 

différents pas de temps soit bien documentée, il est nécessaire d'améliorer la précision des 

prévisions avec de nouvelles méthodes, car le débit est souvent non linéaire et non stationnaire, ce 

qui a motivé le développement de nouveaux algorithmes de modélisation capables de surmonter 

les limites de certains modèles autonomes, en particulier en termes d'amélioration des capacités de 

généralisation et surtout d'estimation correcte des débits extrêmes. 

La problématique de la prévision du débit des cours d'eau, à l'aide de l'apprentissage automatique 

basé sur les mesures du débit des cours d'eau en conjonction avec les variables météorologiques, a 

fait l'objet d'une vaste étude. Une approche courante pour estimer le débit consiste à le modéliser 

en fonction de ses valeurs antérieures mesurées avec différents décalages. Les méthodes ACF, 

PACF et XCF sont largement utilisées avec d'autres variables météorologiques telles que les 

précipitations, l'évapotranspiration et la température de l'air. Les algorithmes métaheuristiques 

peuvent être efficaces pour améliorer les performances des modèles d'apprentissage automatique 

dans la prédiction du débit des cours d'eau. Dans ce chapitre, nous présentons et discutons les 

résultats de la prévision des débits journaliers et mensuels pour trois sous-bassins (Ebda, Cheliff 

Harrezal et Tiguiguest) dans le grand bassin du Cheliff en Algérie, en utilisant six modèles 

d'intelligence artificielle (IA) : cinq modèles autonomes et un modèle hybride déjà défini dans le 

chapitre précédent (Chapitre III) sous les abréviations (MLPNN, GRNN, SVR, GPR, ELM, BAT-

ELM). 

VI.1 La mise en îuvre des mod¯les dôapprentissage automatique propos®e 

dans lô®tude 

VI.1.1 Acquisition des donn®es pour les mod¯les  

La base de données utilisée pour le développement des modèles ML est constituée des valeurs 

journalières et mensuelles de pluie (P) et de débit (Q). Trois sous-bassins situés dans le grand bassin 
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du Cheliff, au nord de l'Algérie, sont proposés dans notre cas d'étude : Oued Ebda, Cheliff Harrezal 

et Tiguiguest (figures VI.1).  

Le sous-bassin versant de lôoued de Tiguiguest est contr¹l® par la station dôOued Lili (code 012501) 

dans le bassin versant du Bas Chéliff et de La Mina. L'Oued Harreza est contrôlé par la station d'El 

Ababsa (code 011715), ainsi que par la station d'Arib Abda (code 011801), qui contrôle l'Oued 

Ebda dans le bassin versant Haut et Moyen Cheliff. Les séries chronologiques ont été collectées à 

partir de la base de donn®es disponible ¨ lôANRH en Algérie (Agence Nationale des Ressources 

Hydrauliques).  

La base de données a été divisée en deux parties : une première partie dite d'apprentissage pour le 

développement et le calage des modèles, et une deuxième partie dite de validation. L'apprentissage 

est la propri®t® la plus int®ressante des mod¯les d'apprentissage automatique. Côest la phase de 

d®veloppement durant laquelle le comportement du r®seau est modifi® jusquô¨ lôobtention du 

comportement désiré. Une fois le modèle développé, il sera valid® avec des donn®es qui nôont pas 

®t® utilis®es lors de la phase dôapprentissage, ¨ lôaide de donn®es de validation. Dans notre ®tude, 

nous avons opt® pour la r®partition suivante : 70% des donn®es pour lôapprentissage et 30% pour 

la validation.  

La répartition des données journalières et mensuelles (débit et précipitations) utilisées dans cette 

partie est présentée dans le chapitre précédent (figures V.7 et V.9), de même que les paramètres 

statistiques de l'ensemble de données utilisé dans cette recherche ¨ lô®chelle journali¯re et 

mensuelle, qui sont résumés dans les tableaux V.5 et V.7. 
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Figure VI.1 Localisation des stations pluviom®triques et hydrom®triques dans le bassin de Cheliff 

VI.1.2 S®lection des variables d'entr®e par les m®thodes ACF, PAC et XCF 

Le choix des variables dôentr®e constitue une phase importante qui conditionne la performance des 

r®sultats de la mod®lisation par les m®thodes de lôintelligence artificielle. Pour la s®lection des 

variables dôentr®e nous avons test® plusieurs mod¯les et plusieurs variantes en se basant sur les 

r®sultats obtenus ¨ lôaide des techniques ACF, PACF et XCF, pour notre cas dô®tude, nous avons 

élaboré six (6) combinaisons des variables climatiques et hydrologiques. Dans le chapitre précédent 

nous avons pr®sent® les huit mod¯les (M1 jusquô¨ M6). Le tableau VI.1 côest un rappel pour la 

sélection des entrées (inputs) pour le pas mensuel et journalier. 

 

Tableau VI.1 Combinaisons des variables d'entr®es de diff®rents mod¯les pour la station dôOued 

Lili, El Ababsa et Arib abda au pas de temps journalier et mensuelle 

N Mod¯le Combinaison des variables d'entr® Sortie  

1 Q(t-3), Q(t-2), Q(t-1), P(t-3), P(t-2), P(t-1), P(t) Q(t) 

2 P(t-3), P(t-2), P(t-1), P(t) Q(t) 

3 Q(t-3), Q(t-2), Q(t-1), P(t) Q(t) 

4 P(t-3), P(t-2), P(t-1) Q(t) 

5 Q(t-3), Q(t-2), Q(t-1) Q(t) 

6 P(t) Q(t) 
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VI.1.3 Crit¯res de validation et de performances des mod¯les dôapprentissage automatique  

L'évaluation de la performance des modèles de prévision implique une comparaison entre les 

valeurs prédites par les modèles et les observations réelles. Pour ce faire, différents indicateurs 

statistiques sont utilisés afin de quantifier la qualité des prédictions sur l'ensemble des données, à 

la fois pour les données d'apprentissage et de validation. Cette évaluation peut être qualitative, en 

examinant visuellement les données observées et prédites, ou quantitative, en utilisant des mesures 

numériques telles que l'erreur quadratique moyenne (RMSE), le coefficient de corrélation (R), 

l'erreur absolue moyenne (MAE) et le coefficient de Nash-Sutcliffe (NSE) (chapitre I). Outre ces 

mesures numériques, des représentations graphiques sont souvent utilisées, notamment des 

diagrammes de dispersion, des diagrammes en boîte et en violon, des diagrammes de Taylor, des 

diagrammes radar et des courbes de comparaison entre les valeurs observées et prédites. 

VI.1.4 D®veloppement des mod¯les dôapprentissage automatique 

Pour le développement des modèles, le logiciel MATLAB 2020a a été employé comme 

environnement de programmation, offrant des fonctionnalit®s pour la mise en îuvre et l'ex®cution 

d'applications basées sur l'intelligence artificielle. Dans cette section de l'étude, nous avons évalué 

la performance de six modèles différents - MLPNN, GRNN, SVR, GPR, ELM et BAT-ELM - sur 

trois stations hydrologiques distinctes. Les modèles ont été entraînés en utilisant différentes 

combinaisons de variables d'entrée, comme indiqué dans le tableau V.1. Chaque modèle nécessite 

l'optimisation de ses paramètres spécifiques tout au long du processus d'apprentissage. 

VI.1.4.1  D®veloppement des mod¯les ML autonome  

Pour le modèle MLPNN, nous avons effectué une exploration du nombre de neurones cachés afin 

de déterminer la configuration optimale. Nos résultats ont montré que des performances optimales 

étaient atteintes avec un nombre de neurones cachés compris entre 10 et 13. En ce qui concerne le 

modèle GRNN, nous avons ajusté uniquement la valeur de l'écart, constatant que des valeurs dans 

la plage de 0,15 à 1,30 produisaient les meilleures performances selon les scénarios. Pour le modèle 

SVR, nous avons exploré une plage de valeurs pour le paramètre d'epsilon, variant de 0,05 à 0,7. 

Concernant le modèle GPR, plusieurs fonctions de noyau ont été testées, chacune nécessitant un 
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ensemble spécifique de paramètres. Enfin, pour le modèle ELM, nous avons ajusté le nombre de 

neurones cachés dans la plage de 10 à 20 pour obtenir les meilleures performances. 

VI.1.4.2 D®veloppement dôun mod¯le hybride BAT-ELM 

Pour le BAT-ELM (Figure VI.2), nous avons plusieurs paramètres à optimiser : (i) la population 

de chauves-souris (N) égale à 25, (ii) l'intensité sonore (A0) égale à 0,1, (iii) la fréquence 

d'impulsion (r0) égale à 0. 1, (iv) les fréquences minimale et maximale (Ὢ  et Ὢ ) avec des 

valeurs égales à (-1) et (+1) respectivement, (v) le nombre d'itérations égal à 500, (vi) le nombre 

de neurones cachés égal à 55, et (vii ) pour la fonction d'activation, nous avons utilisé la sigmoïdale. 
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Figure VI.2 Organigramme des mod¯les hybrides BAT-ELM propos®s 

VI.2 R®sultats de la mod®lisation et analyse comparative 

Les indices R, NSE, RMSE et MAE sont utilisés pour la comparaison des modèles. Les résultats 

numériques sont présentés dans les tableaux VI.2 à VI.7, et les résultats significatifs de l'algorithme 

sont indiqués en gras.  
















































































































































